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Resumo. Este trabalho apresenta um método de previsão h́ıbrido, com concepção e apri-
moramento pelo uso da teoria dos conjuntos fuzzy, aliada à metodologia clássica de séries
temporais. Em comparação com métodos de previsão consolidados na literatura, os resulta-
dos apresentados pelo método proposto foram considerados plenamente satisfatórios, face o
baix́ıssimo erro retornado.
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1 Introdução

1.1 Motivação e objetivos

Metodologias capazes de prever variáveis de comportamento rotineiros, geralmente im-
previśıveis (ver, [19]), como fenômenos da engenharia, medicina, biologia, f́ısica, etc., têm
fomentado uma quantidade significativa de pesquisas cient́ıficas. Dentre os diversos fatores
com efeitos diretos na capacidade preditiva dos métodos de previsão, é senso comum que
a identificação correta dos parâmetros estruturais, se torna uma das etapas fundamentais
e mais importante do processo de modelagem matemática, tal como, é amplamente discu-
tido em [2]. Neste contexto, a utilização de técnicas de previsão temporal que consideram
metodologias h́ıbridas, como por exemplo, série temporal fuzzy, para muitos estudiosos
surge como uma alternativa promissora, pois apresenta eficiência amplamente compro-
vada, diante de uma infinidade de propostas estabelecidas na literatura. Desta forma,
este estudo busca propor uma estratégia de previsão fuzzy, que torne posśıvel estabelecer
uma rotina de modelagem temporal, onde o erro global inerente ao modelo de previsão
seja minimizado, por meio da determinação eficiente dos parâmetros estruturais da série
temporal fuzzy.
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1.2 Estado da arte
Originalmente proposto por [27], o método de previsão conhecido como série tempo-

ral fuzzy, há bastante tempo vem suscitando uma quantidade expressiva de propostas
metodológicas, dentre as quais muitas são concebidas combinadas à inteligência artifi-
cial, por exemplo, o método de otimização por enxame de part́ıculas [16], algoritmos
genéticos [5] e redes neurais artificiais [1]. Neste contexto, os métodos de previsão consti-
túıdos por séries temporais, que incorporam em seus algoritmos a teoria de conjuntos
fuzzy, que foi estabelecida por [32], passaram a receber um destaque especial por grande
parte dos pesquisadores. Desta forma, modelos h́ıbridos de previsão fuzzy são utilizados
nas mais diversas áreas do conhecimento humano, tais como, atividade solar [1], carga
de energia elétrica [12, 15, 21, 26, 29], demanda de petróleo [25], produção de arroz [3],
ı́ndice de ações chinês [8,9,28], funcionamento de turbinas em centrais nucleares [4], ı́ndice
TAIEX [22,23], volume de tráfego de navios no estreito de Istambul [7], velocidade diária
dos ventos [30], consumo de diesel e energia elétrica [20].

2 Propósito

2.1 Importância do trabalho

A busca pela otimização global na identificação do modelo de previsão fuzzy, que
implica numa maior acurácia do modelo estimado, tem surgido como uma necessidade
crescente no processo de modelagem temporal. Neste contexto, este trabalho contribui,
para a solução de problemas em uma demanda existente no mundo real, sobre tudo, com
uma forte e expressiva corrente cient́ıfica que busca propor ferramentas com capacidade su-
ficiente, para melhorar o algoritmo funcional de estimação paramétrica em série temporal.

2.2 Destaques desta pesquisa

Com a aplicação do algoritmo proposto neste trabalho sobre dados fuzzificados, se
torna posśıvel obter um modelo inicial, que captura o padrão das caracteŕısticas aleatórias
de forma eficiente, independente do baixo ou alto grau de variabilidade inerente à base
de dados utilizados. Assim, a proposta desta pesquisa origina-se sobre um modelo tem-
poral preliminar, e, com a utilização da função de autocorrelação estendida, aliada a um
sistema fuzzy de funções de pertinências triangulares, produz um modelo de previsão com
estrutura h́ıbrida, que suscita um método de modelagem fuzzy temporal otimizado com-
putacionalmente, com capacidade preditiva significativa e de caráter inédito na literatura.

3 Métodos
Definição 1. Seja uma variável aleatória Z(t), onde t = 0; 1; 2; . . . ; n é um conjunto dos
números inteiros, tal que, U representa o universo de discurso onde os conjuntos fuzzy
fi(t) (i = 0; 1; 2; . . . ; n) são definidos [26, 28]. Caso F (t) represente uma coleção de f1(t);
f2(t);. . . ; fn(t), então, F (t) é considerada uma série temporal fuzzy sobre a variável Z(t).
Definição 2. Caso F (t) seja resultante de F (t − 1), então se pode representar esta
relação como F (t − 1) → F (t). Neste caso, esta relação fuzzy pode ser dada segundo
[3,10,21,26,28], como F (t) = F (t− 1) ◦U(t− 1, t), onde U(t− 1, t) indica a relação fuzzy
entre F (t) e F (t−1), e ainda, “◦” representa um operador de composição máximo-mı́nimo
(ver, [6]).
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Definição 3. Segundo [28], representando F (t−1) por Ai e F (t) por Aj , então, a relação
entre F (t) e F (t−1), consequentemente pode ser considerada uma relação lógica Ai → Aj .
Definição 4. Seja F (t) uma série temporal fuzzy. Caso exista um componente de sa-
zonalidade em F (t), então um modelo de previsão via série temporal fuzzy sazonal de
primeira ordem pode ser estimado e, segundo ainda [26], este modelo é representado por
F (t− s) → F (t), onde “s” indica o peŕıodo sazonal observado.
Definição 5. Define-se por função de autocorrelação estendida fuzzy média aleatória
(EACF fuzzy-RA), para a média da EACF no intervalo ui, correspondente ao conjunto
fuzzy triangular Ai ativado pela pertinência máxima, durante o processo de fuzzificação.
Assim, são gerados “n” pontos dentro do suporte do conjunto Ai, e, posteriormente é
calculada a função EACF fuzzy-RA, no intervalo ui espećıfico para compor a série temporal
fuzzy Fi(t), onde, 1 ≤ i ≤ m e 1 ≤ t ≤ T , como sendo o conjunto de valores obtidos. A
função média aleatória fuzzy resultante deste processo é representada pela Equação (1).

WRA
t,k,j(h; b) = FRA

t (b)− φ̃RA
1 (b)FRA

t−1(b)− · · · − φ̃ RA
k (b)FRA

t−k(b), (1)

onde, h = 1; 2; ...r, k ≥ 0, j ≥ 0, b = 1; 2; ...; B, tal que, B é o número de amostras
independentes e φ̃ RA

r;k (b), são obtidos de forma iterativa, de acordo como é descrito em [11].

3.1 Medida de desempenho para avaliação do modelo de previsão fuzzy

Mediante à identificação do modelo de previsão, uma avaliação dos erros deste modelo
ajustado, necessariamente deve ser realizada, como defendem [14, 18]. Neste sentido, a
medida de acurácia do erro de previsão, conhecida por escala de erro médio absoluto
(MASE), surge como a mais indicada segundo [18]. Então, como em [13], neste estudo
será adotada a Equação (2).

MASE = Mean

∣∣∣∣
et

1
n−1

∑n
t=2 |Yt − Yt−1|

∣∣∣∣ , (2)

onde, et indica o erro no instante t, tal que, t = 1, ..., n, n é o número de dados da série
temporal e Yt e Yt−1, indicam os valores da série no instante t e t− 1, respectivamente.

3.2 Algoritmo de previsão fuzzy proposto

Nesta seção, o algoritmo de previsão fuzzy, a ser implementado sobre a série temporal,
será apresentado na forma de rotina descrita passo a passo.

Etapa 1: Coletar os dados históricos de interesse para compor a série temporal;

Etapa 2: Definir o universo de discurso U , onde U = [Z(min) − Z1; Z(max) + Z2], tal que,
Z(min) e Z(max), são os valores mı́nimo e máximo da série de dados, respectivamente;
Z1 e Z2 são dois números positivos como observados em [9,10];

Etapa 3: Particionar o universo U em “m” conjuntos fuzzy de mesmo comprimento como
em [3]. Segundo [24], m ∈ [5; 9], logo, a média m = 7 é um valor ideal a ser adotado;

Etapa 4: Fuzzificar os dados construindo m conjuntos fuzzy Ai, onde i = 1; 2; . . . ;m,
determinados no passo anterior, utilizando a definição de número fuzzy triangular;

Etapa 5: Ativar os conjuntos fuzzy constrúıdos no passo anterior, pela pertinência máxima
de cada valor em relação à Ai, e posteriormente, indicar as relações fuzzy lógicas.
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Etapa 6: Gerar uma série temporal com 1000 pontos aleatórios no intervalo ui, associado
com Ai ativado no passo anterior. Calcular a função de autocorrelação amostral (fac)
dentro dos u′is. Obter a fac−média aleatória (fac−MA) em cada ui. Calcular a
EACF das fac−MA′s nos u′is resultantes. E, então, identificar o modelo fuzzy;

Etapa 7: Gerar previsões pelo modelo de série temporal fuzzy, que foi identificado no
passo anterior. Medir a acurácia do modelo identificado mediante o valor do MASE.

4 Resultados
Nesta seção, a rotina de identificação e previsão fuzzy que está sendo proposta neste

trabalho, será avaliada em um estudo de caso, utilizando um modelo de previsão via série
temporal fuzzy. Uma base de dados sobre carga de energia elétrica dispońıvel na literatura
cient́ıfica (ver, [26]), será utilizada na avaliação do algoritmo de previsão fuzzy proposto.

4.1 Previsão fuzzy para a carga de energia elétrica de curto prazo

De acordo com os passos do algoritmo de previsão, descritos na seção 3, inicialmente
determina-se U = [21340; 43000], e escolhe-se m = 7, pois, segundo a teoria defendida
por [24], sete partições de U é o mais adequado. Para Ai, onde i = 1; 2; ...; 7, e utilizando
a definição de número fuzzy triangular discutida em [3], onde os triângulos são isósceles
de vértices dados por ai; bi; ci, e o intervalo de suporte de cada conjunto fuzzy é definindo
por ui = [ai; ci]. Os intervalos de suporte dos conjuntos fuzzy são: u1=[21340; 26760],
u2=[24050; 29460], u3=[26760; 32170], u4=[29460; 34880], u5=[32170; 37590], u6=[34880;
40290] e u7=[37590; 43000]. Após o processo de fuzzificação ser finalizado (Etapa 5),
na Etapa 6 a identificação do modelo foi realizada e os resultados da função WRA

t,k,j são
observados nas Tabelas (1 e 2). O modelo ótimo identificado (probabilidade de significância
< α = 10%), é o modelo ARMA de parâmetros AR(5) e MA(3) (0,086 na Tabela 2).

Tabela 1: Resultados da função W RA
t,k,j para a carga de energia elétrica.

Lag MA(0) MA(1) MA(2) MA(3) MA(4) MA(5)
AR(0) -0,405 0,009 -0,164 0,174 -0,026 -0,114
AR(1) -0,379 -0,027 -0,125 0,172 -0,022 -0,035
AR(2) -0,452 -0,442 -0,366 0,029 -0,075 -0,011
AR(3) -0,136 0,035 -0,393 -0,085 -0,106 -0,228
AR(4) 0,090 -0,011 -0,171 -0,094 0,033 -0,214
AR(5) 0,023 -0,171 -0,136 -0,313 -0,045 -0,079

Tabela 2: Probabilidade de significância para os resultados da função W RA
t,k,j na Tabla 1.

Lag MA(0) MA(1) MA(2) MA(3) MA(4) MA(5)
AR(0) 0,006 0,956 0,328 0,309 0,882 0,515
AR(1) 0,010 0,870 0,481 0,301 0,909 0,868
AR(2) 0,002 0,003 0,020 0,865 0,765 0,965
AR(3) 0,368 0,820 0,012 0,643 0,618 0,196
AR(4) 0,554 0,946 0,460 0,678 0,882 0,260
AR(5) 0,880 0,308 0,592 0,086 0,826 0,743

Para que o modelo seja considerado válido, dentre outras condições, a série temporal que
originou este modelo deve ser estacionária. O teste de Dickey-Fuller da raiz unitária (ver,
[17]), indica que a série defuzzificada da carga de energia elétrica possui comportamento
estacionário (p-valor = 0, 001 < α = 10%). O modelo otimizado computacionalmente
após a identificação foi o FSARIMA(5;1;1)(1;0;1)36, onde a estat́ıstica de teste t-Student
indicou os parâmetros AR(2) e AR(3), deste modelo como não significativos, isto é, p-valor
= 0,316 e 0,201 (ambos > 10%), respectivamente. Portanto, o modelo de previsão fuzzy
irá excluir estes parâmetros, diferentemente dos demais coeficientes que serão mantidos
no modelo. Como um componente de sazonalidade (s = 36) está integrado ao modelo, o
teste Qui-quadrado comprovou sua significância estat́ıstica (p-valor = 0, 032 < α = 0, 10).
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5 Discussões

Finalmente, na Etapa 7 do algoritmo de previsão, o MASE obtido assumiu valor de 0,14
(Tabela 3). Como o MASE é uma métrica de erro absoluto (≥ 0), se pode aceitar que o
modelo foi bem identificado. E ainda, em comparação com outros métodos de previsão
vistos na Tabela 3, a eficiência do método de previsão proposto é comprovada. A eficiência
do método de identificação proposto se torna posśıvel de ser ratificada, com o aux́ılio da
Figura (1), face uma sobreposição entre os valores reais e de previsão pelo modelo proposto.

Tabela 3: Comparação do MASE obtido por vários métodos para carga de energia elétrica.
Fonte Modelo MASE
Sadaei et al. (2014) Método OTS-SVR 1,09
Sadaei et al. (2014) Método PSO-ARIMA 0,71
Sadaei et al. (2014) Método LS-ARIMA 0,51
Sadaei et al. (2014) Método REWFTS-Model 1 0,60
Sadaei et al. (2014) Método Sadaei et al. 0,37
Método Proposto FSARIMA(5,1,1)(1,0,1)36 0,14�
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Figura 1: Valor atual e previsões (método proposto) para carga de energia elétrica.

Adicionalmente, foram constrúıdos intervalos de confiança fuzzy (ver, [31]) com alt́ıssimo
grau de confiabilidade (99%). Mediante os resultados de 6 projeções (12:30 PM a 03:00
AM) realizadas pelo modelo proposto e observadas na Tabela (4), é posśıvel notar valores
da carga de energia elétrica, que pertencem aos intervalos de confiança. Este fato ratifica
novamente que o modelo de previsão fuzzy proposto foi eficientemente identificado.

Tabela 4: Intervalo de confiança fuzzy para a carga de energia elétrica.
Tempo Projeção da carga Conjunto Intervalo I.C(eµL

h ; 99%) I.C(eµU
h ; 99%)

(horas) de energia elétrica (MW) fuzzy fuzzy (ui)
12:30 PM 26.859,60 A2 [24.050; 29.460] [23.760,12; 35.168,45] [29.175,91; 40.581,23]
01:00 AM 28.641,50 A3 [26.760; 32.170] [23.760,12; 35.168,45] [29.175,91; 40.581,23]
01:30 AM 31.736,40 A4 [29.460; 34.880] [23.760,12; 35.168,45] [29.175,91; 40.581,23]
02:00 AM 34.892,10 A5 [32.170; 37.590] [23.760,12; 35.168,45] [29.175,91; 40.581,23]
02:30 AM 37.585,80 A6 [34.880; 40.290] [23.760,12; 35.168,45] [29.175,91; 40.581,23]
03:00 AM 39.733,10 A7 [37.590; 43.000] [23.760,12; 35.168,45] [29.175,91; 40.581,23]

Em relação às suposições básicas de rúıdo branco em uma série temporal, de acordo ao que
defende [14]. A partir do padrão aleatório apresentado pelos erros, se torna posśıvel aceitar
que os erros de previsão apresentam variância constante e são independentes entre si.
Consequentemente, quanto à distribuição normal dos erros de previsão que foram gerados
pelo modelo FSARIMA(5;1;1)(1;0;1)36, o teste de normalidade de Anderson Darling (AD)
forneceu valor de estat́ıstica igual a 0,501, com probabilidade de significância de 0,198.
Como o p-valor = 0, 198 > α = 10%, então, os erros produzidos pelo modelo de previsão
fuzzy proposto neste trabalho, seguem uma função densidade de probabilidade normal.

Proceeding Series of the Brazilian Society of Applied and Computational Mathematics, Vol. 4, N. 1, 2016.

DOI: 10.5540/03.2016.004.01.0005 010005-5 © 2016 SBMAC

http://dx.doi.org/10.5540/03.2016.004.01.0005


6

6 Conclusões
Neste estudo, foi estabelecido um novo algoritmo de previsão fuzzy, com o intuito

de reduzir os erros associados ao modelo resultante, mediante uma identificação eficiente
dos parâmetros estruturais. Para isto, combinou-se a metodologia de conjuntos fuzzy à
função de autocorrelação estendida e se otimizou o processo de identificação, com auxilio
de testes computacionais suscitando um modelo de previsão fuzzy com acurácia elevada.
O erro de previsão retornado pelo modelo proposto foi necessariamente baixo, atendendo
as exigências estabelecidas na literatura em constituir um padrão de rúıdo branco exigido.
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