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O Aprendizado Semissupervisionado surge baseado no prinćıpio de que não é posśıvel
criar um classificador eficaz com poucos exemplos rotulados. Uma pequena parcela dos
dados vai nortear a classificação dos exemplos não rotulados, de forma a classificar todo
o conjunto [1]. Nessa abordagem, comumente chamada de Self-Training(SFT), consiste
em tomar como base o conjunto de exemplos rotulados, rotular de forma iterativa e in-
cremental o conjunto de instâncias não rotuladas, e assim gerar um classificador mais
efetivo [2].

O escopo do problema esta no fato de que no SFT o erro inicial é propagado até o final
do processo, podendo induzir um classificador que atue a partir de exemplos rotulados
erroneamente. Outro fato é que o SFT descarta os classificadores intermediários gerados
durante o processo. Não existe um mecanismo que considere a atuação cont́ınua dos
classificadores intermediários, que podem ter um erro agregado menor.

Os comitês de classificadores destacam-se como estratégia para melhorar o processo
de classificação. O desempenho de um classificador é afetado pelos parâmetros usados
na indução, como viés indutivo, exemplos usados no treinamento e outros parâmetros do
algoritmo, ou seja, parâmetros diferentes produzem classificadores diferentes. Ao invés de
ter somente um classificador para rotular, os comitês combinam diferentes classificadores
para produzir um resultado mais eficaz.

Na Estratégia original, intuitivamente, o último classificador é o mais preciso, uma vez
que foi induzido com um conjunto maior de exemplos rotulados. Todavia, é posśıvel que no
ińıcio do processo tenha-se produzido muito erro, gerando classificadores não confiáveis.
Como proposta de trabalho, foi definida uma estratégia para criar um comitê com ar-
quitetura paralela, formado por todos os classificadores intermediários gerados no Self-
Training(ESB). Dessa forma, podemos aumentar a eficácia da classificação, combinando
todos os classificadores intermediários que possivelmente foram menos afetados pela pro-
pagação do erro, minimizando assim os efeitos deste problema.
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Os experimentos foram realizados com as duas estratégias implementadas usando qua-
tro bases: Splice, um conjunto formado por pontos de uma sequência de DNA; SpamBase,
que é uma coleção de e-mails spam; Satimage,consiste em valores multi-espectrais de pixels
3 × 3 vizinhos em imagem de satélite; e Waveform, que são registros de ondas fisiológicas
e séries temporais. Todas recuperadas do repositório UCI Machine Learning [3]. Foram
usados também cinco classificadores base: Árvore de decisão, KNN, NaiveBayes, JRip e
SVM. Foi definido oito parâmetros de porcentagem de exemplos não rotulados para cada
base, que vão de 90% a 20% e e taxa de incorporação por ciclo de 10%. Como módulo
combinador foi usado as estratégias de Soma e Voto. O T-test de Student bicaudal [4]
com significância de 0, 05, foi utilizado para comparar a relevância estat́ıstica entre as
estratégias SFT e ESB. Para os testes foi considerado somente o melhor resultado dos
cinco classificadores base. Foi considerado também o desempenho por magnitude de cada
estratégia.

Figura 1: Gráfico com comparação de desempenho e relevância estat́ıstica entre SFT e ESB.

A estratégia ESB apresentou melhor desempenho em 53%(17/32) dos casos. Segundo
o teste t, 75%(24/32) dos casos são estatisticamente relevantes. O resultado indica que
a estratégia tem de fato um melhor desempenho em comparação com a estratégia SFT,
e mostra que o uso de um comitê constrúıdo com os classificadores intermediários do
Self-Training, teve um papel positivo para uma melhor eficácia dos resultados.
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