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Em 26 de fevereiro de 2020, o primeiro caso de SARS-CoV-2 (novo Coronav́ırus) chegava ao
Brasil. Em 11 de março do mesmo ano, a Organização Mundial da Saúde (OMS) reconheceu as
caracteŕısticas de dispersão da COVID-19 como se tratando de uma pandemia, e o Brasil viria a
ser um dos epicentros globais para a disseminação desta doença.

Os dados que servem como base para o monitoramento da doença foram frequentemente ques-
tionados devido à possibilidade de subnotificação por conta da baixa testagem em território na-
cional [2]. Neste sentido, o trabalho aqui proposto procura fornecer um método para estimar a
subnotificação dos casos. A técnica se baseia na aplicação de “Hidden Markov Models” (Cadeias
Ocultas de Markov ou HMM’s), um modelo estocástico capaz de analisar cenários cujo próximo
estado posśıvel depende apenas do estado atual [3].

Um HMM constitui-se de (i) uma cadeia de Markov, cujos estados não são diretamente obser-
vados e de (ii) uma seqüência de observações associada a cada estado [4,5]. O objetivo da pesquisa
consiste em se estimar o estado em que se encontra o processo a partir dos dados observados para
a doença. A hipótese subjacente é que haja incerteza nas notificações, sendo que a real dimensão
da expansão desta doença esteja oculta devido à subnotificação.

O ponto de partida do trabalho é a realização de um estudo exploratório dos dados. Nas Figuras
1 e 2 encontram-se, respectivamente, gráficos das notificações de infecções e óbitos associados à
doença na cidade de São Paulo - SP no peŕıodo de 25 de fevereiro de 2020 a 14 de março de 2021.

Juntamente com a análise da variação temporal do processo, a análise das frequências do
número de notificações e do número de óbitos permite definir as classes em que se encontram
as observações para estipulação do HMM adequado aos dados. O padrão que se percebe para o
peŕıodo de 25 de fevereiro de 2020 a 14 de março de 2021 é de alta frequência para maior volume
de notificações diárias e poucos óbitos, e uma baixa frequência para menor volume de notificações
diárias e muitos óbitos. No caso de notificações, temos em torno de 14 classes relevantes no peŕıodo:
Ni =] 275014 (i − 1), 2750

14 i], para i = 1, . . . , 14. No caso de óbitos, 7 classes: Oi =]25(i − 1), 25i],
i = 1, . . . , 7.

Tendo em vista os estados ocultos a serem especificados, utilizaremos os dados observados
para otimizar as matrizes que compõem o HMM. Com o HMM otimizado, poderemos fazer uma
verificação inicial para validar o modelo, investigando se simulações computacionais reproduzem o
padrão observado nas frequências absolutas de médias móveis. Este será um indicador importante
da qualidade do modelo e da utilidade que ele terá para produzir inferências. Outro indicador
importante é poder reproduzir o padrão de distribuição dos pares ordenados (ot, nt−d), onde ot
representa óbitos e nt, notificações, t = 1, ..., 384. O valor d representa o tempo médio decorrido
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Figura 1: Casos Diários Figura 2: Óbitos Diários

Figura 3: Comparativo Óbitos x Casos

para uma certa quantidade de infectados evolúırem a óbito. Neste trabalho vamos considerar d
variando entre 7 e 21 dias [1]. A dispersão dos pontos (ot, nt−d) para d = 7 está ilustrada na Figura
3. Adicionalmente, poderemos simular o processo temporal das observações, comparando-o com
gráficos semelhantes aos das Figuras 1 e 2.
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