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Resumo. Memórias associativas são modelos matemáticos biologicamente inspirados para
o armazenamento e recordação de um conjunto finito de itens. As memórias associativas re-
correntes exponenciais fuzzy generalizadas (GRE-FAMs) podem ser efetivamente utilizadas
para o armazenamento e recordação de uma famı́lia finita de conjuntos fuzzy . Neste traba-
lho, descrevemos como uma GRE-FAM pode ser aplicada em um problema de classificação
de padrões. Experimentos computacionais mostraram que a acurácia obtida pelos classifica-
dores definidos com base nas GRE-FAMs é competitiva comparada a outros classificadores
da literatura.
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1 Introdução

Memórias associativas são modelos matemáticos motivados pela capacidade do cérebro
humano de armazenar e recordar informações por meio de associações [2,4]. Tais modelos
têm como objetivo armazenar um conjunto de associações X = {(x1,y1), · · · , (xp,yp)},
chamado conjunto das memórias fundamentais. Além disso, espera-se que uma memória
associativa recupere um item armazenado yξ mesmo a partir da apresentação de uma
versão corrompida x̃ξ de xξ. No caso em que xξ = yξ, para todo ξ = 1, · · · , p, a memória
é dita autoassociativa. Memórias associativas projetadas para o armazenamento e re-
cordação de conjuntos fuzzy são chamadas memórias associativas fuzzy [5, 8].

As memórias associativas recorrentes exponenciais fuzzy generalizadas (GRE-FAMs,
do inglês generalized recurrent exponential fuzzy associative memories) podem ser efetiva-
mente utilizadas para implementar uma memória autoassociativa para o armazenamento
e recordação de uma famı́lia finita de conjuntos fuzzy [7].

Um problema de classificação de padrões consiste em associar a cada padrão um rótulo,
o qual representa sua classe. Para sintetizar um classificador, geralmente utilizamos um
conjunto de padrões já rotulados, denominado conjunto de treinamento. Neste trabalho,
apresentaremos uma aplicação das GRE-FAMs a problemas de classificação de padrões.
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Este trabalho está organizado da seguinte maneira: na próxima seção relembramos
alguns conceitos importantes e apresentamos as memórias associativas recorrentes ex-
ponenciais fuzzy generalizadas. Na Seção 3, descrevemos como as GRE-FAMs podem
ser aplicadas a problemas de classificação de padrões. Os resultados dos experimentos
computacionais realizados para avaliar o desempenho dos classificadores baseados nas
GRE-FAMs são apresentados na Seção 4. Finalizamos o trabalho na Seção 5 com as
considerações finais.

2 Memórias Associativas Recorrentes Exponenciais Fuzzy
Generalizadas

Iniciaremos esta seção recordando alguns conceitos importantes para o desenvolvimento
do trabalho, incluindo as definições de conjuntos fuzzy e medidas de similaridade. Poste-
riormente, apresentaremos a definição das memórias associativas recorrentes exponenciais
fuzzy generalizadas.

Um subconjunto fuzzy X de um universo U é definido por meio de sua função de
pertinência X : U → [0, 1], de forma que, dado um elemento u ∈ U , X(u) indica o grau
de pertinência de u ao subconjunto fuzzy X. Nos casos em que o universo U é finito,
digamos U = {u1, · · · , un}, um subconjunto fuzzy X de U pode ser identificado com um
vetor X = [X(u1), · · · , X(un)]T pertencente ao hipercubo unitário n-dimensional [0, 1]n.
Denotaremos por F(U) o conjunto dos subconjuntos fuzzy de U e por P(U) o conjunto
das partes de U .

Dados A,B ∈ F(U), dizemos que A é subconjunto de B e escrevemos A ⊂ B, se
A(u) ≤ B(u), para todo u ∈ U . Além disso, o complemento de um conjunto fuzzy
A ∈ F(U), denotado por Ā, é definido por Ā(u) = 1−A(u), para todo u ∈ U .

Uma medida de similaridade é uma função que associa a cada par de conjuntos fuzzy
um número pertencente ao intervalo [0, 1], o qual indica o quanto esses conjuntos são
iguais. Neste trabalho, adotaremos uma versão normalizada da definição proposta por
Xuecheng [11]:

Definição 2.1 (Medidas de Similaridade). Uma medida de similaridade é uma função
S : F(U)×F(U)→ [0, 1] que satisfaz, para quaisquer conjuntos fuzzy A,B,C,D ∈ F(U),
as seguintes propriedades:

1. S(A,B) = S(B,A).

2. S(A,A) = 1.

3. Se A ⊆ B ⊆ C ⊆ D, então S(A,D) ≤ S(B,C).

4. S(A, Ā) = 0, para todo subconjunto clássico A ∈ P(U).

Além disso, dizemos que S é uma medida de similaridade forte se S(A,B) = 1 implica
A = B.
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As memórias associativas recorrentes exponenciais fuzzy generalizadas (GRE-FAMs, do
inglês generalized recurrent exponential fuzzy associative memories) são projetadas para o
armazenamento e a recordação de uma famı́lia finita de conjuntos fuzzy . Especificamente,
dado um conjunto fuzzy inicial X0 ∈ F(U), as GRE-FAMs produzem uma sequência de
conjuntos fuzzy Xt ∈ F(U), os quais são obtidos a partir de uma combinação afim das
memórias fundamentais conforme a definição a seguir [7]:

Definição 2.2 (GRE-FAM). Considere uma famı́lia finita de memórias fundamentais
A = {A1, A2, · · · , Ap} ⊆ F(U), um número real α > 0 e uma medida de similaridade
S : F(U) × F(U) → [0, 1]. Além disso, considere C = (cij) a matriz definida por cij =

eαS(A
i,Aj), para todo i, j = 1, · · · , p e defina G = C−1. Dado um conjunto fuzzy inicial,

X0 ∈ F(U), a GRE-FAM produz uma sequência de conjuntos fuzzy {Xt}t≥0 definidos,
para quaisquer u ∈ U e t = 0, 1, . . ., por:

Xt+1(u) = ϕ

 p∑
ξ=1

wξtA
ξ(u)

 , (1)

em que os pesos wξt são dados pela expressão

wξt =

p∑
µ=1

gξµe
αS(Aµ,Xt)

p∑
η=1

p∑
µ=1

gηµe
αS(Aµ,Xt)

(2)

e a função ϕ : R→ [0, 1], definida por

ϕ(x) = max{0,min{1, x}}, (3)

garante que Xt+1(u) ∈ [0, 1], para quaisquer t ≥ 0 e u ∈ U .

Observação 2.1. Na definição 2.2, consideramos G = C−1, pois dessa forma, as memórias
fundamentais são pontos fixos da GRE-FAM [9]. Caso a matriz C não seja invert́ıvel, con-
sideramos G = C†, em que C† denota a pseudo-inversa de C [3].

3 Classificação de Padrões utilizando GRE-FAMs

Em problemas de classificação, o objetivo é atribuir uma determinada classe a um dado
padrão X. Tal tarefa é realizada com base em um conjunto de padrões já rotulados, ao
qual chamaremos de conjunto de treinamento. Nesta seção, inspirados pelos classificadores
de representação esparsa [10], definiremos um classificador com base nas GRE-FAMs. Em
outras palavras, associaremos cada subconjunto fuzzy X de U a uma classe ` ∈ L utilizando
as GRE-FAMs.

Consideremos o conjunto de treinamento

AL = {(Aξ, `ξ) : ξ = 1, . . . , p} ⊆ F(U)× L, (4)
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onde L é um conjunto de rótulos e Aξ são subconjuntos fuzzy de U distintos e não vazios.
Os modelos de classificadores de representação esparsa [10] se baseiam na hipótese de que
uma amostra X de uma determinada classe i ∈ L pode ser escrita, aproximadamente,
como combinação linear dos padrões de treinamento pertencentes a esta classe, isto é,

X(u) =
∑
ξ; `ξ=i

αξA
ξ(u) =

p∑
ξ=1

αξA
ξ(u), ∀u ∈ U, (5)

em que αξ = 0, se `ξ 6= i.

Agora, se X é uma versão ruidosa de um padrão pertencente à classe i, esperamos que
o padrão X1, produzido pela GRE-FAM em uma iteração com X0 = X, também pertença
a esta classe. Por um lado, das equações (1) e (2) com t = 0, temos que:

X1(u) = ϕ

 p∑
ξ=1

wξ0A
ξ(u)

 , ∀u ∈ U. (6)

Por outro lado, inspirados pelos modelos de representação esparsa, esperamos que

X1(u) ≈
p∑
ξ=1

αξA
ξ(u), ∀u ∈ U, (7)

com αξ = 0, se `ξ 6= i.

Motivados pelas equações (6) e (7), definimos os coeficientes αξ, ξ = 1, · · · , p em (7)
da seguinte forma:

αξ = wξ0χi(`ξ), (8)

em que χi : L → {0, 1} é definida por χi(x) = 1, se x = i e χi(x) = 0 caso contrário.
Assim, temos que αξ = wξ0, se `ξ = i e αξ = 0, se `ξ 6= i.

Dessa forma, se o padrão X pertence a classe i, teremos

X1(u) ≈
p∑
ξ=1

wξ0χi(`ξ)A
ξ(u), ∀u ∈ U. (9)

Na prática, porém, não sabemos a que classe um dado padrão X pertence. Então,
atribúımos a X a classe ` que minimiza a distância entre X1 e as combinações lineares∑p

ξ=1wξ0χ`(`ξ)A
ξ. Formalmente, atribúımos a X a classe `, em que ` satisfaz:

d2

(
X1,

p∑
ξ=1

wξ0χ`(`ξ)A
ξ

)
≤ d2

(
X1,

p∑
ξ=1

wξ0χi(`ξ)A
ξ

)
, ∀i ∈ L, (10)

onde d2 denota a distância L2.
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4 Experimentos Computacionais

Experimentos computacionais foram realizados para avaliar a acurácia do classificador
baseado na GRE-FAM. Consideramos o parâmetro α = 15 e a matriz G = C−1 conforme
a Definição 2.2. Utilizamos a medida de similaridade de Gregson [12] definida por:

SG(A,B) =

n∑
j=1

min{aj , bj}

n∑
j=1

max{aj , bj}
. (11)

Realizamos os experimentos com seis conjuntos de dados dispońıveis em [6], a sa-
ber: Haberman survival, Liver disorders, Pima Indians diabetes, Breast Cancer Wisconsin
(Original), Heart disease e Hepatitis disease.

Primeiramente, cada conjunto de dados foi dividido em duas partes, sendo uma delas,
formada por 70% dos padrões, utilizada como conjunto de treinamento e os 30% restantes
utilizados como conjunto de teste. Depois, aplicamos uma transformação nos dados a fim
de representá-los por conjuntos fuzzy . Especificamente, dado um par (v, `) pertencente a
um conjunto de dados, associamos v = [v1, · · · , vn]T ao conjunto fuzzy X = [x1, · · · , xn]T

definido por:

xi =
1

1 + e−(vi−µi)/σi
∈ [0, 1], ∀i = 1, · · · , n, (12)

onde µi e σi representam, respectivamente, a média e o desvio padrão da i-ésima com-
ponente de todos os padrões pertencentes ao conjunto de treinamento. Dessa forma,
obtivemos como conjunto de treinamento uma famı́lia de conjuntos fuzzy correspondentes
a 70% dos dados.

A Tabela 1 mostra a acurácia do classificador baseado na GRE-FAM, para o conjunto
de teste, em cada um dos seis problemas citados acima, bem como a acurácia de outros 21
classificadores da literatura considerados anteriormente por Aldape-Pérez et al. em [1]. A
última coluna da tabela é formada pelas médias das acurácias obtidas por cada classificador
nos seis problemas. Os valores da acurácia obtidos pelos 21 primeiros classificadores,
bem como maiores detalhes sobre os conjuntos de dados e sobre os outros classificadores
considerados na Tabela 1 podem ser encontrados em [1]. Os maiores valores de acurácia
para cada problema estão destacados em negrito.

Os resultados da Tabela 1 mostram que o classificador baseado na GRE-FAM apre-
sentou bom desempenho. De fato, o classificador baseado na GRE-FAM obteve a maior
acurácia em três dos seis problemas de classificação, bem como a maior média considerando
as acurácias obtidas em todos os problemas. Foram realizados também experimentos con-
siderando outros problemas de classificação, os resultados podem ser encontrados em [9].

5 Considerações Finais

Inicialmente, apresentamos as memórias associativas recorrentes exponenciais fuzzy ge-
neralizadas [7]. Resumidamente, dado um conjunto fuzzy inicial, as GRE-FAMs produzem
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Tabela 1: Acurácia de classificação obtida para o conjunto de teste utilizando 70% dos
dados como conjunto de treinamento. A acurácia dos 21 primeiros algoritmos foram
extráıdos de [1].

Algorithm Haberman Liver Diabetes Breast Heart Hepatitis Average

1. AMBC 77.30 59.59 70.18 97.64 83.33 84.86 78.82
2. AdaBoostM1 73.52 68.98 74.08 95.16 82.96 62.58 76.21
3. Bagging 73.20 72.17 75.13 95.75 81.11 64.51 76.98
4. BayesNet 72.22 58.55 74.73 97.36 82.96 69.03 75.81
5. Dagging 73.85 58.26 73.95 96.63 83.33 65.16 75.20
6. DecisionTable 72.22 58.55 74.86 93.99 80.37 69.67 74.94
7. DTNB 72.22 58.55 75.52 97.07 82.59 65.80 75.29
8. FT 73.20 69.85 77.21 96.92 82.22 57.41 76.14
9. LMT 73.85 71.59 76.69 96.63 84.44 63.87 77.85

10. Logistic 74.18 66.37 76.69 96.48 83.33 61.29 76.39
11. MultiClassClassifier 74.18 66.37 76.69 96.48 83.33 61.29 76.39
12. NaiveBayes 75.49 56.23 75.78 96.33 83.33 72.25 76.57
13. NaiveBayesSimple 75.49 55.07 75.78 96.19 84.07 70.32 76.15
14. NveBayesUpdateable 75.49 56.23 75.78 96.33 83.33 72.25 76.57
15. RandomCommittee 64.70 68.40 73.30 95.60 80.37 62.58 74.16
16. RandomForest 67.64 66.37 73.56 96.33 78.88 60.64 73.90
17. RandomSubSpace 74.50 67.53 73.43 95.90 78.14 61.93 75.24
18. RBFNetwork 73.52 61.73 74.34 96.33 82.59 71.61 76.69
19. RotationForest 74.18 70.72 75.39 97.36 83.70 63.22 77.43
20. SimpleLogistic 73.85 67.82 76.69 96.63 84.44 65.16 77.43
21. SMO 73.52 57.68 77.47 96.48 84.07 64.51 75.62

22. GRE-FAM 70.65 75.96 79.65 98.10 78.89 80.85 80.68

recursivamente uma sequência de conjuntos fuzzy obtidos a partir de uma combinação afim
das memórias fundamentais.

Neste trabalho, motivados pelos modelos de representação esparsa, descrevemos como
uma GRE-FAM pode ser aplicada a problemas de classificação de padrões. Apresenta-
mos também os resultados dos experimentos computacionais obtidos em seis problemas
de classificação dispońıveis em [6]. Tais resultados mostraram que a acurácia obtida pelo
classificador baseado nas GRE-FAMs é competitiva se comparada a de outros classifica-
dores da literatura [1]. De fato, o classificador baseado nas GRE-FAMs obteve a maior
acurácia em três dos seis problemas considerados, bem como a maior acurácia média.
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