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Resumo. O mundo estd cada dia mais conectado, qualquer acdo é passivel de registro, e o setor
elétrico pode ser caracterizado como um dos servigos que mais tem agregado novas tecnologias de
forma muito intensa nos ultimos anos. As chamadas Smart Grids, ou Redes Elétricas Inteligentes,
se caracterizam pela adogao de tecnologias de monitoramento e comunicacao em praticamente
todo o sistema. Com a aplicagdo e uso destas novas tecnologias tem-se como efeito colateral, o
aumento significativo na quantidade de dados dificultando de sobremaneira a sua analise. Um dos
grandes desafios atuais passa a ser a definicdo de métodos, estratégias e procedimentos para tratar
esse volume de dados, também conhecido como Big Data e Big Data Analytics que surge com a
necessidade de trabalhar e manipular uma grande quantidade de dados que também possui varias
lacunas e falhas de continuidade. Neste contexto, neste artigo é proposto uma revisdo geral das
possibilidades e uso de técnicas de imputacdo de dados que podem ser aplicadas nas Smart Grids
objetivando viabilizar a transformagao destas bases de dados em conhecimentos.

Palavras-chave. Imputacio de Dados, Smart Grid, Big Data Analytis

1 Introducao

Uma concessiondria de energia elétrica, que é parte do SEP (Sistema Elétrico de Poténcia), é
responsavel pelo suprimento de energia elétrica aos consumidores, abrangendo as fases de geragao,
transmissao, distribuicdo e carga [18]. O processamento tradicional de informagéo a partir da
geracao e distribuicdo de energia nao se traduz apenas em fazer uma operacao simples nos dados
obtidos de uma subestagao de energia elétrica, i.e. consulta, estatistica, modificagdo entre outras,
pois relagoes e regras mais aprofundadas sao necessarias para tomadas de decisGes por parte de
profissionais das concessionarias de energia elétrica, ou seja, transformar dados em informagoes,
fazendo com que possamos denoming-la de Redes Inteligentes. As Smart Grids sdo definidas pelo
FElectric Power Research Institute (EPRI) [17] como a superposicdo de um sistema unificado de
comunicagao e controle ao sistema existente de distribuicao de energia, sensores sao instalados nos
equipamentos da concessiondria de energia para medir seu funcionamento, bem como o estado do
seu ambiente de funcionamento.
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A capacidade de integrar os dados adquiridos por sensores para analisar, monitorar, processar e
responder perto do tempo real é necessaria para resolver os problemas e se beneficiar das oportuni-
dades criadas. Portanto, as redes inteligentes e os medidores inteligentes abrem oportunidades, sem
precedentes, em termos de negdcios para empresas de servicos ptiblicos, mas também apresentam
enormes desafios no manuseio e gerenciamento de grandes volumes de dados, também conhecido
como Big Data [1]. As técnicas tradicionais de andlise ndo conseguem processar esta quantidade
gigantesca de dados gerados de forma efetiva, sendo necessaria a utilizagao de solugoes deriva-
das do conceito de Big Data Analytics [15], pois trabalha com a aplicacdo de técnicas avancadas
especificas para grandes conjuntos de dados.

A ampliacdo do uso de sistema de monitoramento em conjunto com a crescente utilizagdo de
diferentes meios de transmissao de dados, que conectam muitas fontes diferentes e transmitem uma
enorme quantidade de dados distribuidos, podem, ocasionalmente, duplicar um dado a partir do
registro proveniente de sensores em transformadores que ja poderiam estar disponiveis em outros
dispositivos de monitoramento. Além disso, pode haver corrompimento de alguns dados, tanto por
erros na aquisicao ou mesmo na transmissao, estarem incompletos, devido a falhas de um sistema
de protecao ou ainda estarem ausentes em decorréncia de um erro de transmissao.

Fica claro que no cenério das Smart Grids existe uma necessidade crescente de aplicar algum
procedimento ou técnica que possibilite, detectar e corrigir a auséncia de dados. Usualmente, essas
técnicas sao denominadas de técnicas de imputagao de dados e sao aplicadas em uma diversidade
de areas a vérios anos, porém no segmento das redes inteligentes nao existe estudos que mostram
quais e como essas técnicas podem ser aplicadas, nem sequer se é possivel aplica-las diretamente ao
problema ou mesmo se devem ser adaptadas. E justamente neste contexto, que o presente artigo
propoe realizar um estudo no formato de survey das técnicas existentes verificando se as mesmas
podem ser aplicadas ao segmento elétrico, mais especificamente ao ambiente das Smart Grids.

O restante deste artigo estd organizado da seguinte forma: Na Secdo 2 é feita uma breve
descricao do conceito de Big Data e suas técnicas de tratamento de informagoes. E, na Secao 3,
sao apresentadas e avaliadas um conjunto de técnicas classicas de tratamento de dados faltantes,
também é apresentado uma tabela resumo com as vantagem e desvantagens destas técnicas quando
aplicadas no ambiente das Smart Grids. E finalmente na Secao 4 sao apresentadas as consideragoes
finais e apontado os trabalhos futuros.

2 Big data analytics

Com o aumento expressivo de dados gerados a partir das Smart Grids, as concessiondrias de
energia elétrica estdao recebendo e armazenando volumes cada vez maiores de dados, de uma cres-
cente variedade de fontes, i.e. medidores inteligentes, Unidade de Medi¢do Fasorial, Sistema de
Supervisao Controle e Aquisigdo de Dados (SCADA), entre outros [3]. Junto com o aumento signi-
ficativo de dados surgiu o conceito de Big Data, que possui muitos significados e interpretacoes, mas
cinco recursos principais estao sempre presentes, sao eles: volume, velocidade, variancia, veracidade
e valor [12]. Os dados coletados de subestagoes de distribuigao de energia elétrica satisfazem estes
trés recursos, ja que, por exemplo, sensores enviam dados quase que de forma ininterrupta, gerando
milhares de informagoes por més, multiplicado pelo nimero de transformadores e subestagoes que
a concessiondria possui, acaba se transformando em um grande base de dados para ser gerenciada.
Estes dados, coletados em periodos frequentes, podem auxiliar e virar uma grande vantagem para
a concessiondria de energia se utilizados de forma correta.

Com o aumento expressivo no volume de dados no segmentos das Smart Grids, técnicas tradici-
onais de andlise nao conseguem realizar satisfatoriamente o processamento, havendo a necessidade
de utilizar técnicas oriundas de Big Data Analytics, que propiciam a aplicagdo de técnicas avangadas
de anilise para grandes conjuntos de dados. As informagoes gerada e armazenadas, de acordo com
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Dola [6], podem ser convertidas em conhecimento sobre padrdes histéricos e tendéncias futuras
para resolver problemas ou mesmo tomar decisoes de negdcios.

3 Imputacao de dados

Com o répido desenvolvimento da Tecnologia da Informacao (TI), especialmente os grandes
avangos da Internet das Coisas (IoT), redes sociais, comércio eletronico e redes inteligentes, a
quantidade de dados esté crescendo e sendo acumulados a uma taxa sem precedentes. No entanto, o
surgimento de registros incompletos crescem no mesmo ritmo, degradando a qualidade e usabilidade
destas bases, tornando o campo de pesquisa em imputacao de dados, em especial no setor elétrico,
consolida-se como uma &rea proficua para estudos e pesquisas. Uma revisao do estado da arte
destas técnicas e métodos serd apresentada da Secao 3.3.

No setor elétrico é usual que a maioria dos sistemas de monitoramento usem os dados apenas
para gerar alarmes de determinadas situagoes e eventos. No entanto, com a ampliacao da aplicagao
de novas tecnologias e o aumento do nimero de sensores tornando as redes elétricas ambientes inte-
ligentes os dados passaram a ser armazenados e principalmente analisados. Como ja mencionado,
essas bases passaram rapidamente a serem consideradas Big Data exigindo que sejam aplicadas
técnicas de andlise adequadas e entre as questoes de analise de Big Data estd a complexidade
computacional dos algoritmos e dimensionamento dos algoritmos adequados para manipularem
grandes quantidades de dados, adiciona-se a esta problemadtica o problema dos valores ausentes
nos dados. As vezes, os dados nao sdo registrados devido & interrupgao/falha no sensor, enquanto
que, em outras ocasides, o valor que é reportado/armazenado estd longe do intervalo esperado ou
nao ¢ relevante, tornando-se um valor invéalido. Nestes cenarios, o valor relatado nao é o real, sendo
considerado invalido e rotulado como um valor ausente.

Os estudos sobre dados incompletos pode ser encontrados desde o ano de 1962, onde Se-
bestyen [16] propos uma solugdo baseada na probabilidade de hipéteses; j4 na década de 1970,
Rubin [13] apresenta o método de multiplas imputagdes, muito utilizado para resolver o problema
de dados faltantes. A proporcao de dados faltantes em relagao ao conjunto de dados é definida na
equacdo (1) por Chang [5] como:

P

pzf (1)

onde p é a relacdo entre P (ndmero de dados faltantes) e T' (ndmero total de dados da amostra).

3.1 Mecanismos de nao-resposta

A auséncia de dados, também conhecida como Varidveis Ausentes (VA), nao deve ser conside-
rada apenas como um problema, mas uma questao de interpretagao dos resultados. A presenga de
VA acontece frequentemente em diversas dreas do conhecimento, e com base no sistema de classi-
ficagao criado por Rubin [14], consideremos uma matriz D de dados coletados. Esta matriz possui
R linhas representando os registros e A colunas representando os atributos, sendo d; = (d;1, ..., d;a),
onde d;; é o valor do atributo j para o registro i. Com estas informagdes, conseguiremos dividir a
matriz D em dois conjuntos:

D = {Dezistentey Dinewistente} (2)

onde Degistente Sa0 0s dados nao faltantes € Djpepistente 880 0s dados faltantes. Correspondendo
a cada matriz D existe uma matriz F' de mesma dimensao, um identificador de dados faltantes,
onde f;; =1 se d;; existe, e f;; = 0 caso contrario.

O mecanismo de dados faltantes, ou de nao-resposta, é considerado através da distribuigao
condicional de F' dado D, P(F|D), podendo ser:
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1. MCAR - Dado Faltante completamente aleatério (Missing Completely at Random) Onde
os dados sao faltantes completamente ao acaso e nao relacionadas a quaisquer variaveis, ou
seja, a probabilidade de uma observagao nao ser registrada nao depende de qualquer outra

observagao da matriz D:
P(F|D) = P(F) (3)

o que implica que a probabilidade de ocorréncia do dado ausente é a mesma para todos os
casos, que a causa que levou aos dados falantes é um evento aleatorio;

2. MAR - Dado faltante aleatério (Missing at Random) Estes tipos de dados faltantes possuem
um padrao de perda previsivel a partir de outras varidveis, ou seja, os dados faltantes de-
pendem apenas das informagoes registradas, sendo correlacionadas com a varidvel que possui

dados faltantes:
P(F‘D) = P(F|Dexistente) (4)

se os dados faltantes nao dependem dos valores de Djpeuistente € apenas dos valores de
Doeyistente- Neste caso, os dados faltantes sao causados por alguma varidavel observada, dis-

b b
ponivel para analise e correlacionada com a varidavel que possui dados faltantes;

3. NMAR - Dado faltante nao-aleatério (Missing Not at Random) Tipo de dado mais dificil
de ser tratado em uma analise, onde sao relacionados a valores nao observados, mais altos ou
mais baixos do que o padrao da amostra, ou seja, a probabilidade de dados faltantes varia
de razoes desconhecidas. Quando F' depende dos dados faltantes que constam na matriz D
(Dinezistente), também podendo depender dos dados existentes Degistente:

P(F‘D) 7é P(F|De:ristente) (5)

3.2 Meétodos de imputagao

O processo de fornecer a melhor estimativa para um valor ausente é chamado de imputagao de
dados. E chamado de método de imputacao simples, ou tUnica, a substituicao de dados faltantes
quando sao substituidos uma unica vez, por algum dos métodos analisados. Uma desvantagem da
imputagao simples é a superestimacao e subestimacao dos erros padrao das estimativas obtidas
pelas técnicas, ja que os valores sao preenchidos apenas uma vez com o mesmo valor para todas as
observacoes faltantes, desconsiderando que outros valores poderiam ser incluidos na estimativa. O
método de imputacao multipla estd em grande expansao dentro do estudo de imputacao de dados
e tem como ideia central a substituigao de cada valor ausente por dois ou mais valores imputados,
seguindo basicamente trés etapas:

1. Para cada valor ausente, sao gerados X valores, sendo que X deve ser maior ou igual a duas
amostras.

2. Estes valores sao organizados de forma que o primeiro valor imputado para cada dado ausente
produza o primeiro conjunto de dados completado, o segundo valor produz o segundo conjunto
e assim por diante, até completar a quantidade de X. Cada conjunto é analisado usando
métodos para dados completos.

3. Os resultados das X anélises sdo combinados permitindo que a incerteza da imputagao seja
considerada.

A imputacao multipla pode ser compreendida basicamente através da Figura 1, onde A repre-
senta o banco com os dados faltantes. E feita a etapa de imputagao de valores plausiveis para
cada valor faltante, o que acarreta a criacdo de novos bancos de dados completos (B,), sendo
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Figura 1: Imputacao multipla.

repetido x vezes. A partir desta etapa que serao feitas as validagoes das etapas posteriores, sendo
que o modelo utilizado para a imputagao deve ser o mesmo utilizado para a analise dos dados.
Depois, é efetuada a etapa da andlise, estimando parametros de interesse de cada banco de dados
B, separadamente, gerando x estimagdes para os C,. Apés a conclusdo das etapas anteriores, é
feito o agrupamento dos resultados em D.

3.3 Meétodos de tratamento para dados faltantes

Existem diversas técnicas que sdo utilizadas para o tratamento de dados faltantes em banco de
dados. Técnicas mais simples, onde é realizada a supressao de registros, e técnicas onde registros
sao, através de métodos, inseridos onde existe falha de dados. A simples eliminacao do registro
onde estd ocorrendo a falta de dado é uma pratica rapida e simples, porém acarreta em perda de
dados, ja que a informagoes que existem ali sao simplesmente ignoradas. O mais interessante, nos
casos de dados faltantes, é eleger uma técnica de imputagao de dados, onde os registros incompletos
sao preenchidos, evitando perda de informacgao e quantidade de dados a ser analisados.

Como exemplos de técnicas de eliminagao de registros afetados por dados faltantes, temos a
Delecao de casos incompletos, onde todo o registro que contém uma varidvel faltante é removido.
E também a opcao de Delecao Pairwise, onde apenas sao excluidas as amostras com dados omissos
nas varidveis que serao necessarias para a analise. Ja no caso de substituigao dos valores ausentes,
temos diversas técnicas, onde escolhemos algumas para analisar. A Imputagao por Média permite
que se substitua um valor omisso pela média dos valores presentes na varidvel de interesse, e possui
uma variagao que é a imputagao pela Mediana, uma das medidas de tendéncia central, que para
ser usada necessita primeiramente ordenar os dados, e em seguida escolher a amostra que divide
este conjunto de dados no meio, ou seja, em partes iguais. Para casos especificos, podemos utilizar
a imputagao por Zero, onde os dados faltantes sao substituidos por uma constante, no caso o zero.

Outro opcao de imputacao existente é a substituicao Hot Deck, onde é feita a substituicao de
um valor faltante a partir de um caso similar no conjunto de dados atual, ou seja, para cada caso
faltante, este ird ser preenchido por outro valor semelhante presente na propria variavel. Uma
variacao do Hot Deck é a substituicao Cold Deck, que se difere por utilizar um valor de outro
conjunto de dados semelhante (dados de amostras anteriores).

Existem também métodos mais elaborados, como a imputacao por Regressao que substitui
dados faltantes por valores preditos a partir de um modelo de regressao, ou seja, imputa os dados
omissos baseado em outras varidveis no conjunto de dados. Método KNN (K-Nearest Neighbor),
onde k vizinhos sao escolhidos com base em alguma medida de distancia e sua média é usada como
uma estimativa de imputagao. Outra técnica existente é a Expectation Maximization (EM), que
procura estimar os parametros da distribui¢ao conjunta dos dados, tais como o vetor de média e
matriz de covariancia, resultando em estimativas pontuais destes vetores.
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Na Tabela 1 é apresentado uma andlise comparativa das técnicas de imputagao de dados ana-
lisadas nesta Secao destacando os pontos positivos e negativo de cada uma delas

Tabela 1: Andlise comparativa métodos imputagao de dados.

Tipo

Vantagem

Desvantagem

Delegao de casos incompletos [4]
Delegao Pairwise [2]

Imputacao pela Média [7]
Imputacao pela Mediana [10]
Imputagao por zero [10]
Substituicdo Hot Deck [9]

Substitui¢ao Cold Deck [9]

Imputacao por Regressao [14]

K-Nearest Neighbor [8]

Ezpectation Mazimization [11]

Implementacao simples
Implementacao simples.

Insere resultados razoaveis e rdpidos.

Frequentemente tem um bom desem-
penho como uma medida de tendéncia
central, quando a distribuicao desvia
muito da distribui¢do normal padrao.
Muito utilizado onde a varidvel é
bindria ou o valor zero é plausivel.
Todos os valores imputados sao
valores realmente observados.

Utilizacao de outros conjuntos
semelhantes de dados.

Como os valores substituidos foram
preditos a partir de outras varidveis,
eles tendem a se encaixar bem e,
portanto, o erro padrdo é esvaziado.
Uma das caracteristicas mais atraentes
do algoritmo KNN é que é simples de
entender e facil de implementar.

Tem a vantagem de assegurar a obtengao
de uma convergéncia, de exigir pouco
espago de memdria, baixo custo por
iteracao e facilidade de ser programado.

Potencial perda de informacgoes.

Causa perda clara de informagao
disponivel nos dados eliminados.

Nao leva em consideragao a relagao
entre os atributos, que é 1itil no processo
de tratamento dos valores faltantes.
Reduz a variagdo no conjunto de dados.

Abordagem arriscada, depende muito
do conhecimento do analista.
Dependendo do nimero de varidveis
classificadas pode tornar-se in-

tratdvel em grandes pesquisas.

Dados sao de origem externa ao conjunto
analisado, que pode ter um viés na
analise, ndo sendo recomendada.
Pode-se assumir que existe uma

relacdo linear entre as varidveis

usadas na equacgao de regressao

quando pode ndo haver.

O algoritmo KNN é que ele consome
tempo ao analisar grandes conjuntos de
dados porque ele procura instancias se-
melhantes em todo o conjunto de dados.
Lento para convergir em algumas
situagdes praticas, principalmente em
dados completos de alta dimensao

e sensivel diante da presencga de

dados discrepantes (outliers).

4 Conclusoes

Este artigo apresentou uma revisao de um conjunto de técnicas utilizadas no processamento
de dados faltantes, um dos grandes desafios do conceito de Big Data. Tecnologias utilizadas
para analisar este grande volume de dados em diversas areas tém de lidar, nao apenas com uma
quantidade imensa de registros, mas também com um problema corriqueiro de dados faltantes.
A andlise de uma base de dados com muitos registros faltantes afeta a tomada de decisées, pois
pode acarretar em informacoes erroneas devido & supressao excessiva de registros falhos. Para isso,
algumas técnicas sao utilizadas, tanto de exclusao quanto de imputacao de dados. No caso das
Smart Grids, técnicas de delecao devem ser evitadas, pois acarretam em perdas consideraveis de
informacoes, e como existe a necessidade de altas frequéncias de aquisicao, isso passa a ser um
problema. Os métodos tradicionais de imputagao por média e mediana, apesar de ser de simples
aplicacao, tende a reduzir a variagao no conjunto de dados, pois preenchem as lacunas sem levar em
conta possiveis alteragoes de valores. Dentre as técnicas relatadas neste trabalho pode-se sugerir
a adocao das técnicas de imputagao por Regressao, KNN e EM, por conseguirem analisar nao
apenas a varidvel faltante, mas todo o histérico dos dados e demais varidveis correspondentes.
Em trabalhos futuros pretende-se avaliar estas técnicas a partir de dados reais de um sistema de
monitoramento de Subestagoes Subterraneas de Energia de uma concessionéria do sul do Brasil.
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