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Resumo. Uma questão fundamental em aplicações envolvendo filtros adaptativos é que durante
a atualização da estimativa do vetor de pesos por um algoritmo de otimização seja obtido um
bom trade-off entre a velocidade de convergência e o erro médio quadrático no regime estacionário.
Nesse sentido, visando desenvolver um algoritmo de otimização baseado em gradiente descendente
estocástico com uma rápida velocidade de convergência e um pequeno erro médio quadrático no
regime estacionário, é proposta uma nova versão do Normalized Least Mean Square (NLMS) com
o tamanho de passo adaptado por um Sistema de Inferência Fuzzy Mamdani. Para validação do
algoritmo proposto foi realizado o projeto de Controle Inverso Adaptativo Indireto (do inglês, IAIC
- Indirect Adaptive Inverse Control) para uma planta de fase não mı́nima na presença de um sinal
de distúrbio adicionado ao sinal de controle.
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1 Introdução

Na tentativa de solucionar problemas da teoria de sistemas de controle adaptativo do ponto de
vista da teoria de filtros adaptativos, foi proposto a técnica de Controle Inverso Adaptativo (do
inglês, AIC - Adaptive Inverse Control) [12]. O AIC é realizado através de técnicas de modelagem
inversa, no qual a função de transferência do controlador se aproxima, a cada instante de tempo, da
inversa da função de transferência da planta. Através da modelagem inversa da planta, é posśıvel,
sem feedback, controlar a dinâmica da planta e rejeitar distúrbios. Existem várias contribuições ao
AIC publicadas na literatura, como em [10] que é proposta a utilização do método de regressão
de máquina de vetores de suporte (do inglês, SVM - Support Vector Machine) baseado em kernel
cache, para a obtenção do modelo inverso da planta do AIC. Em [8], foi proposto a utilização de
uma rede neuro-fuzzy tipo 2 para o projeto de AIC para aplicação em plantas não lineares.

Para as técnicas de AIC, o vetor de pesos da função de transferência inversa da planta é
atualizado em função da minimização de um ı́ndice de performance por um algoritmo de otimização
baseado, por exemplo, no método do gradiente descendente estocástico. Na literatura, para o
projeto de AIC, já foram utilizados os seguintes algoritmos adaptativos baseados no método do
gradiente descendente estocástico: Least Mean Square (LMS) [11], Normalized Least Mean Square
(NLMS) [7] e Affine Projection (AP) [3]. O algoritmo NLMS ao contrário do LMS, soluciona o
problema de sensibilidade à dimensão do vetor de entrada pela normalização com a potência desse
sinal. Embora o AP seja derivado do NLMS para utilização em sinais fortemente correlacionados,
o AP tem um custo computacional elevado devido utilizar uma matriz de projeções do sinal de

1rodrigo.noronha@ifma.edu.br

Proceeding Series of the Brazilian Society of Computational and Applied Mathematics, v. 8, n. 1, 2021.

Trabalho apresentado no XL CNMAC, Evento Virtual - Co-organizado pela Universidade do Mato Grosso do Sul (UFMS).

DOI: 10.5540/03.2021.008.01.0434 010434-1 © 2021 SBMAC

http://dx.doi.org/10.5540/03.2021.008.01.0434


2

entrada para atualizar o vetor de pesos. Nesse sentido, a proposta realizada neste trabalho se
limita à contribuição do algoritmo NLMS ao projeto de IAIC.

O desempenho do algoritmo NLMS é influenciado pelo tamanho de passo definido no intervalo
de estabilidade 0 < µ < 2, de tal forma que se o tamanho de passo é grande, a velocidade de
convergência do NLMS será rápida, mas o erro médio quadrático (do inglês, MSE - Mean Square
Error) no regime estacionário será grande. Se o tamanho de passo é pequeno, a velocidade de
convergência do NLMS será lenta, mas o MSE no regime estacionário será pequeno [2]. Nesse
sentido, através de uma correta seleção de valores para o tamanho de passo é posśıvel obter um
bom trade-off entre a velocidade de convergência e o MSE no regime estacionário [1]. As principais
abordagens que tratam de solucionar esse problema utilizam o tamanho de passo variável (do inglês,
VSS - Variable Step Size), baseado em algum critério de ajuste para que durante os primeiros
instantes de tempo o tamanho de passo seja grande e com a proximidade do fim o tamanho de passo
seja pequeno. Algumas propostas para o ajuste do VSS publicadas na literatura podem ser vistas
em [5,6]. Para realizar o ajuste do VSS essas propostas necessitam de parâmetros adicionais, tais
como: fator de amortecimento, parâmetros de ponderação, entre outros. Além disso, geralmente
necessitam de medidas estat́ısticas de alta ordem que nem sempre estão dispońıveis para sistemas
que operam em tempo real, em que as informações dinâmicas do sistema são disponibilizadas em
grandes quantidades na forma de fluxo de dados que necessitam ser rapidamente processados e
logo em seguida descartados. Nota-se ainda, que o ajuste do VSS é geralmente dependente da
natureza do problema.

Uma alternativa para ajustar o VSS visando um bom trade-off é através de um Sistema de
Inferência Fuzzy Mamdani (do inglês, MFIS - Mamdani Fuzzy Inference System). Por meio de um
MFIS, é posśıvel modelar o comportamento dinâmico do tamanho de passo de forma independente
de parâmetros adicionais, medidas estat́ısticas de alta ordem do sistema e da natureza do problema.
Existem poucas propostas de NLMS com o tamanho de passo ajustado por um MFIS publicadas
na literatura. Em [9], foi proposta a utilização de um MFIS para ajustar o tamanho de passo
com objetivo de equalizar canais. Em [4] o algoritmo NLMS é aplicado várias vezes utilizando
diferentes tamanhos de passo, onde a partir um sistema neuro-fuzzy, é obtido o tamanho de passo
ótimo. O problema da metodologia proposta em [4] é o custo computacional para a etapa de
treinamento e o tamanho de passo não ser adaptativo. Na metodologia proposta em [9] o tamanho
de passo é adaptado somente em função do erro quadrático, não sendo levado em consideração
nenhuma informação sobre a quantidade de instantes de tempo necessários para a convergência.
A quantidade de instantes de tempo é um importante parâmetro para a otimização, uma vez que
se espera que ao fim da simulação ocorra a convergência do vetor de pesos do filtro adaptativo.

Nesse trabalho, é proposta uma nova versão do algoritmo NLMS, intitulada Fuzzy Adaptive Step
Size - Normalized Least Mean Square (FASS-NLMS). O tamanho de passo é adaptado em função
do erro quadrático e do instante de tempo normalizado pelo método Min-Max, que são as entradas
do MFIS. Por meio da combinação das proposições fuzzy do antecedente e consequente através de
conectivos lógicos, é posśıvel obter um bom trade-off entre a velocidade de convergência e o MSE
no regime estacionário. Para validação da metodologia proposta foi realizado o projeto de IAIC
aplicado em uma planta de fase não mı́nima na presença de um distúrbio. Até o presente momento,
de acordo com os estudos bibliográficos realizados pelo autor, a literatura não contém nenhuma
abordagem do algoritmo NLMS com o tamanho de passo descrito por um sistema fuzzy utilizado
para o projeto de IAIC. Com objetivo de comparação de desempenho, os resultados obtidos com
o algoritmo FASS-NLMS foram comparados com a versão tradicional do algoritmo NLMS, em
que foi posśıvel obter avanços promissores. Esse artigo é organizado como segue: na Seção 2 são
formuladas as equações de diferença do IAIC; na Seção 3 é apresentado o algoritmo FASS-NLMS;
na Seção 4 são apresentados os resultados obtidos pela aplicação do IAIC projetado pelo algoritmo
FASS-NLMS a uma planta de fase não mı́nima na presença de um sinal de distúrbio.
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2 Controle Inverso Adaptativo Indireto

Seja a relação entre o sinal de controle u(k) e o sinal de sáıda de uma planta y(k) discreta no
tempo e estável ou estabilizável, dada por:

y(k) = q−d
B(q−1)

A(q−1)
u(k) = P (q−1)u(k), (1)

em que, P (q−1) é o modelo da planta, onde [a1, a2, . . . , an] ∈ Rn×1 e [b1, b2, . . . , bm] ∈ Rm×1 são
os parâmetros do modelo, com n,m ∈ N. O operador q(−•) é um operador de atraso, tal que,
por exemplo, anq

−nu(k) = anu(k − n). O polinômio A(q−1) = 1 + a1q
−1 + a2q

−2 + . . . + anq
−n,

B(q−1) = 1+ b1q
−1 + b2q

−2 + . . .+ bmq
−m, k ∈ N que representa o instante de tempo ou amostra e

d ∈ N que representa o atraso do sistema. É importante notar que a planta é considerada causal 2 e
de fase não mı́nima 3. A estrutura do IAIC utilizada nesse trabalho foi proposta em [12], conforme
a Figura 1.
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Figura 1: Diagrama de Blocos do IAIC.

Na Fig. 1 o controlador é representado por C(q−1), que idealmente é igual ao modelo inverso
da planta P (q−1), obtido através de técnicas de modelagem inversa. Com o objetivo de obter uma
configuração feedforward com a planta P (q−1), C(q−1) é então copiado para à esquerda da planta,
obtendo-se Ccópia(q−1) que é o IAIC, obtido de forma indireta através de C(q−1). Para filtragem
adaptativa linear, a configuração feedforward não altera significativamente a rastreabilidade da
dinâmica inversa da planta, uma vez que Ccópia(q−1)P (q−1) ∼= P (q−1)C(q−1). Plantas com atraso
puro de tempo não podem responder instantaneamente a uma ação de controle. Para solucionar
esse problema, é incorporada à estrutura do IAIC um bloco de atraso q−L, tal que L ∼= (M+d+m)/2
[7]. Considerando-se que o IAIC seja representado por um filtro Finite Impuse Response (FIR)
adaptativo de ordem M . Nesse caso, a estimativa do modelo inverso adaptativo Ĉ(q−1) à direita
da planta e a estimativa do modelo inverso adaptativo Ĉcópia(q−1) à esquerda da planta, são
representados por um filtro FIR adaptativo, em que Θ(k) = [θ1, θ2, . . . , θM ] ∈ RM×1 é o vetor de
pesos. Seja então, o sinal yc(k) a sáıda do filtro FIR adaptativo Ĉ(q−1) dado por:

yc(k) = Ĉ(q−1)y(k), (2)

uma vez que Ĉ(q−1) = θ0 + θ1q
−1 + θ2q

−2 + . . . + θM−1q
−M , a sáıda do filtro FIR adaptativo

Ĉ(q−1) é reescrita como yc(k) = θ0y(k) + θ1y(k − 1) + . . . + θM−1y(k −M). De forma vetorial,

2Os graus dos polinômios A(q−1) e B(q−1) são definidos como n ≥ m.
3O polinômio B(q−1) contém pelo menos uma raiz não localizada no interior do ćırculo de raio unitário. Dessa

forma, o modelo inverso da planta será instável.
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a sáıda do filtro FIR adaptativo Ĉ(q−1) é dada por yc(k) = ΨT (k)Θ(k) = ΘT (k)Ψ(k), em que
Ψ(k) = [y(k), y(k − 1), . . . , y(k −M)] ∈ RM×1 é o vetor de regressores ou vetor de sinal de sáıda
da planta.

O erro e(k) é obtido entre a sáıda do filtro FIR adaptativo Ĉ(q−1) e o sinal de controle u(k) da
planta P (q−1), que é utilizado para atualizar a estimativa do vetor de pesos Θ(k). Para obter e(k)
inicialmente é necessário calcular o sinal controle u(k) obtido na sáıda de Ĉcópia(q−1), dado por

u(k) = Ĉcópia(q−1)r(k). Uma vez que Ĉcópia(q−1) = θ0 + θ1q
−1 + θ2q

−2 + . . .+ θM−1q
−M , o sinal

de controle no instante de tempo k é dado por u(k) = θ0r(k) + θ1r(k − 1) + . . .+ θM−1r(k −M),
em que r(k) é o sinal de referência. De forma vetorial o sinal de controle u(k) é dado por:

u(k) = RT (k)Θ(k) = ΘT (k)R(k), (3)

em que R(k) = [r(k), r(k − 1), . . . , r(k −M)] ∈ RM×1 é o vetor de regressores ou vetor de sinal
de referência. Após obtido o sinal de controle u(k), o erro e(k) = q−Lu(k) − yc(k) é reescrito
como e(k) = u(k − L) − [θ0y(k) + . . .+ θM−1y(k −M)]. A medida que limk→∞(e(k))2 → 0,
limk→∞ y(k)→ yd(k) e, consequentemente limk→∞(eref (k))2 → 0, tal que eref (k) = y(k)− yd(k).

3 Algoritmo FASS-NLMS

Após desenvolvidas as equações de diferença que descrevem o comportamento dinâmico do
IAIC, para que seja posśıvel rastrear adaptativamente a dinâmica inversa da planta, é necessário,
a cada instante de tempo, atualizar a estimava do vetor de pesos Θ(k). O algoritmo FASS-NLMS
atualiza a estimativa do vetor de pesos Θ(k) através da seguinte formulação:

FASS-NLMS : µ(k) = MFIS(e2(k),K(k))

Θ(k + 1) =

 Θ(k) + µ(k)
e(k)Ψ(k)

ΨT (k)Ψ(k)
, se ΨT (k)Ψ(k) 6= 0,

Θ(k) , se ΨT (k)Ψ(k) = 0
k ∈ [1,K]

(4)

As entradas do MFIS são o erro quadrático e2(k) e K(k) que é o instante de tempo normalizado
pelo método Min-Max. Através da fuzzificação, as variáveis lingúısticas de entrada do MFIS re-
cebem um grau de pertinência pertencente ao intervalo [0, 1], por meio dos seguinte mapeamentos
mj(K(k)) : R → [0, 1] e mj(e

2(k)) : R → [0, 1]. O mapeamento é realizado através da j-ésima
função de pertinência (do inglês, MBF - Membership Function), de cada variável lingúıstica, defi-
nida no universo de discurso. Para cada variável lingúıstica de entrada do MFIS, foram definidas
três MBFs do tipo triangular, com os valores lingúısticos Pequeno ”P”para j = 1, Médio ”M”para
j = 2 e Grande ”G”para j = 3. Na Tabela 1, são mostrados os parâmetros das MBFs que são
definidas em função do conhecimento do especialista sobre como deve ser realizado o trade-off.
Por meio de conectivos lógicos as proposições fuzzy que associam as variáveis lingúısticas aos valo-
res lingúısticos são conectadas formando regras fuzzy do tipo Se antecedente então consequente.
Na base de regras fuzzy desenvolvida para o FASS-NLMS, conforme pode ser visto em (6), as
proposições fuzzy do antecedente são conectadas por conectivos lógicos ”e”que realiza a seguinte
operação:

t[mj(K(k)),mj(e
2(k))] = min[mj(K(k)),mj(e

2(k))], (5)

em que t[•] representada a norma-t. Através do cálculo da norma-t, que seleciona o valo mı́nimo
entre mj(K(k)) e mj(e

2(k)), é obtido o grau de pertinência de ativação da i-ésima regra fuzzy.

R1 : Se K é P e e2 é P então ω1 é M R2 : Se K é P e e2 é M então ω2 é M
R3 : Se K é P e e2 é G então ω3 é M R4 : Se K é M e e2 é P então ω4 é P
R5 : Se K é M e e2 é M então ω5 é P R6 : Se K é M e e2 é G então ω6 é G
R7 : Se K é G e e2 é P então ω7 é P R8 : Se K é G e e2 é M então ω8 é M
R9 : Se K é G e e2 é G então ω9 é G

(6)
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Com a obtenção do grau de pertinência de ativação da i-ésima regra fuzzy logo em seguida é
calculada a implicação fuzzy do consequente da i-ésima regra. A entrada da implicação fuzzy é
o grau de pertinência de ativação da i-ésima regra fuzzy obtido no antecedente e a sáıda é uma
MBF. Para obter a MBF de sáıda do consequente da i-ésima regra, é utilizado o operador mı́nimo.
Uma vez que cada regra fuzzy é ativada com um determinado grau de pertinência, para se obter
uma única MBF de sáıda as MBFs de todas as regras fuzzy precisam ser combinadas através
da agregação fuzzy, para que o MFIS possa obter uma resposta total que é a MBF de sáıda.
Após realizada a agregação, é necessário obter um valor numérico de sáıda que não seja um valor
lingúıstico. Para isso, é realizada a defuzzificação do MBF de sáıda obtido pela agregação fuzzy.
No algoritmo de otimização proposto, é utilizado o método de defuzzificação do tipo centroide,
dado por:

µ(k) =

∑9
i=1 µ

i(k)mj(µ
i(k))∑9

i=1mj(µi(k))
, (7)

tal que para a variável lingúıstica de sáıda do MFIS, que é µ(k)i, foram definidas três MBFs do tipo
triangular, com os valores lingúısticos Pequeno ”P”para j = 1, Médio ”M”para j = 2 e Grande
”G”para j = 3, de tal forma que os parâmetros das MBFs podem ser vistos na Tabela 1.

Tabela 1: Intervalo das MBFs triangulares.

K(k) e2(k) µi(k)
Valor Lingúıstico Intervalo Valor Lingúıstico Intervalo Valor Lingúıstico Intervalo

Pequeno [0 0,3] Pequeno [0,1.10−5 0,9.10−5] Pequeno [0,001 0,015]
Médio [0,2 0,5] Médio [0,3.10−5 1.10−5] Médio [0,005 0,03]
Grande [0,3 1,0] Grande [0,9.10−5 3.10−5] Grande [0,015 0.1]

4 Resultados Computacionais

Nessa seção, são apresentados os resultados computacionais obtidos através da aplicação do
IAIC a uma planta estável e de fase não mı́nima. O sinal de distúrbio n(k) foi adicionado ao sinal
de controle u(k). O modelo da planta P (q−1), o sinal de referência r(k) e o sinal de distúrbio n(k)
foram obtidos em [7]. A equação de diferença da planta é dada por:

y(k) = q−1 1− 3q−1 + 3, 5q−2

1 + 0, 05q−2 + 0, 05q−3 + 0, 02q−4
(u(k) + n(k)), (8)

no qual a planta é estável com zeros 4 localizados em 1, 500± j̄1, 1180 e polos 5 em 0, 2500± j̄0, 3708
e −0, 2500± j̄0, 1936. O peŕıodo de amostragem foi definido como 0, 001 s 6. O tempo de simulação
foi de 30 s, sendo assim o número total de instantes de tempo ou amostras foi de K = 30000. Com
o objetivo de comparar os desempenhos dos algoritmos FASS-NLMS e NLMS no projeto do IAIC,
o tamanho de passo para o algoritmo NLMS foi definido com µ = 0, 01, conforme proposto em [7].

A ordem do filtro FIR adaptativo Ĉ(q−1) = Ĉcópia(q−1) foi definida com M = 10. O bloco de
atraso q−L foi definido com L = 7. O sinal de referência (k) foi definido com uma periodicidade
de 5 s entre os degraus de referência de 1 e −1. A comparação entre o rastreamento do sinal de
referência realizado pelo IAIC projetado pelos algoritmos FASS-NLMS e NLMS é mostrado na
Figura 2. É posśıvel notar que, mesmo na presença do sinal de distúrbio n(k), o rastreamento da
dinâmica inversa da planta realizada pela atualização da estimativa do vetor de pesos Θ(k) do filtro

4Os zeros são as ráızes do polinômio do numerador.
5Os polos são as ráızes do polinômio do denominador.
6Peŕıodo de amostragem é o peŕıodo de tempo entre cada amostra obtida de um sinal.
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Figura 2: Sinal de sáıda da planta y(k).
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Figura 5: Atualização do tamanho de passo.

FIR adaptativo Ĉ(q−1), permitiu que o IAIC projetado pelo algoritmo FASS-NLMS desenvolvesse
uma boa performance. Embora o sinal de sáıda da planta y(k), para o IAIC projetado pelo
algoritmo FASS-NLMS, tenha apresentado um overshoot na mudança do degrau de referência,
nota-se que convergiu rapidamente para o sinal de referência r(k) e com um MSE no regime
estacionário igual a zero, conforme mostrado nas Figuras 2 e 4. Esse comportamento não foi
desenvolvido pelo IAIC projetado pelo algoritmo NLMS, no qual foi observado que o sinal de sáıda
da planta y(k) não convergiu para o sinal de referência r(k).

É posśıvel notar, conforme mostrado na Figura 3, que o IAIC projetado pelo algoritmo FASS-
NLMS desenvolveu um sinal de controle u(k) com uma rápida e forte ação de controle, que é
resultado do satisfatório rastreamento da dinâmica inversa da planta pelo filtro FIR adaptativo
Ĉ(q−1). Esse resultado favoreceu a uma rápida convergência do sinal de sáıda da planta y(k) para
o sinal de referência r(k). Na Figura 5, é mostrado o tamanho de passo adaptado pelo MFIS para
o algoritmo FASS-NLMS. De acordo com a base regras fuzzy, o tamanho de passo é adaptado
em função do erro quadrático e do instante de tempo normalizado, sendo posśıvel notar que os
valores obtidos na adaptação do tamanho de passo permaneceram no intervalo de estabilidade
0 < µ(k) < 2 do algoritmo NLMS. Dessa forma, a cada instante de tempo, a descida do gradiente
estocástico, através da adaptação do tamanho de passo, foi realizada com objetivo de obter um
bom trade-off entre a velocidade de convergência e o MSE no regime estacionário. O bom trade-off
pode ser verificado através da rápida convergência do sinal de sáıda da planta y(k) para o sinal de
referência r(k) e do MSE no regime estacionário igual a zero, mostrados nas Figuras 2 e 4.

5 Conclusão

O algoritmo FASS-NLMS proposto nesse trabalho, foi avaliado no projeto de IAIC em uma
planta de fase não mı́nima na presença de um sinal de distúrbio. Nos resultados obtidos foi
observado que através da adaptação do tamanho de passo por um MFIS, um bom trade-off entre
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a velocidade de convergência e o MSE no regime estacionário foi obtido, confirmado através da
satisfatória e rápida convergência do sinal de sáıda da planta para o sinal de referência. Além
disso, foi observado que devido a adaptação do tamanho de passo através do MFIS, mesmo após
a mudança de degrau do sinal de distúrbio, o sinal de sáıda da planta ainda continuou a convergir
para o sinal de referência, mostrando uma capacidade de rejeição de distúrbio. Ainda, é posśıvel
notar que a adaptação do tamanho de passo pelo MFIS é independente de medidas estat́ısticas de
alta ordem e da natureza do problema. Sendo assim, o algoritmo FASS-NLMS é apto a trabalhar
em um contexto de aplicação em tempo real.
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