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Resumo. Neste trabalho é proposto o estudo da dinâmica de evolução de uma população na
presença de armadilhas locais. O problema direto é resolvido com a Técnica de Transformada
Integral Generalizada, oferecendo uma solução de baixo custo computacional. O problema
inverso de estimativa de parâmetros é formulado através da abordagem Bayesiana, definindo-
se a função objetivo de Maximum a Posteriori. A principal contribuição é a proposta de
hibridização entre os métodos Luus-Jaakola e Gauss-Newton. Os resultados obtidos mostram
que a abordagem é capaz de reduzir a influência das estimativas iniciais dos parâmetros.

Palavras-chave. Dinâmica Populacional, Transformada Integral, Inferência Bayesiana

1 Introdução

A compreensão da dinâmica de populações que atuam como vetores de doenças é de
extrema importância [3,5]. Modelos que descrevem essas populações podem ser formulados
pela equação da difusão considerando mecanismos de controle e taxas de natalidade e
mortalidade loǵısticas. Considerando que as equações que governam este problema são
tipicamente não-lineares, optou-se pela Técnica da Transformada Integral Generalizada [1]
para a solução do problema direto. Esta escolha possibilitou a proposta de uma solução
de baixa ordem, reduzindo drasticamente o custo computacional. O problema inverso foi
formulado por meio de inferência Bayesiana, definindo-se a função objetivo da Maximum a
Posteriori, cuja minimização foi realizada com uma hibridização entre o método estocástico
de Luus-Jaakola [4] e o método determińıstico de Gauss-Newton [2], com o objetivo de
aliar a relativa independência da estimativa inicial que os métodos estocásticos possuem,
evitando estagnação em mı́nimos locais, com a rápida convergência do método de Gauss-
Newton.
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2 Formulação Matemática e Solução do Problema Direto

Considere que uma população com densidade u localizada em um domı́nio unidimen-
sional é governada pela lei de Fick com coeficiente de dispersão D. Considere ainda que
o atraso no tempo de reprodução é τ , a taxa de morte prematura é dada por µ e a taxas
de natalidade e mortalidade são dadas, respectivamente, por b(u) e d(u). A equação que
governa este fenômeno é dada por [5]:

∂u(x, t)

∂t
= D

∂

∂x

(
∂u(x, t)

∂x

)
+ e−µτ b(u)− d(u)−

Ncs∑
j=1

Bju(xj , t)δ(x− xj) (1)

para 0 < x < L e t > 0, onde xj representa a localização de cada armadilha com intensi-
dade Bj com número total dado por Ncs, δ(x−xj) é a função Delta de Dirac e a condição
inicial é dada por:

u(x, t) = u0(x, t), −τ ≤ t ≤ 0 (2)

juntamente com as condições de contorno, dadas por:

∂u

∂x

∣∣∣∣
x=0

= 0,
∂u

∂x

∣∣∣∣
x=L

= 0 (3)

As taxas loǵısticas de nascimento e morte, b(u) e d(u), são:

b(u) =
u(x, t− τ)

K + Cu(x, t− τ)
, d(u) =

Pu2(x, t)

K + Cu(x, t− τ)
(4)

onde P, K e C são parâmetros do modelo de crescimento loǵıstico.
Seguindo o formalismo da Técnica de Transformada Integral Generalizada [1], pode-se

definir o seguinte par Transformada-Inversa:

Transformada : ui(t) =
L∫
0

u(x, t)ψ̃i(x)dx

Inversa : u(x, t) =
∞∑
i=1

ψ̃i(x)ui(t)

(5)

onde as autofunções normalizadas ψ̃i(x) são encontradas pela normalização de autofunções
geradas pela solução do problema de autovalor diferencial de Sturm-Liouville, obtido pela
aplicação da técnica de separação de variáveis à versão homogênea linear do problema
original [1].

Com a aplicação do operador
∫ L
0 (.)ψ̃i(x)dx ao problema original, o seguinte sistema

transformado é obtido:
dui(t)

dt
+ λ2iui(t) = gi(t,u) (6)

onde λi são os autovalores associados às autofunções ψ̃i(x), e:

u = (u1, u2, . . . , uN ) (7)
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gi(t,u) = gi,1(t,u) + gi,2(t,u) + gi,3(t,u) (8)

onde:

gi,1 =

∫ L

0

ψ̃i(x)e−µτ
∑N

j=1 uj(t− τ)ψ̃j(x)

K + C
∑N

j=1 uj(t− τ)ψ̃j(x)
dx (9)

gi,2 =

∫ L

0

ψ̃i(x)P
(∑N

j=1 uj(t)ψ̃j(x)
)2

K + C
∑N

j=1 uj(t− τ)ψ̃j(x)
dx (10)

gi,3 =
∑Ncs

k=1Bkψ̃i(xk)
(∑N

j=1 uj(t)ψ̃j(xk)
)

(11)

A condição inicial transformada é dada por:

ui(t) =

∫ L

0
ψ̃i(x)u0(x, t)dx, −τ ≤ t ≤ 0, i = 1, . . . , N (12)

O sistema infinito acoplado obtido é truncado em uma ordem N e solucionado nume-
ricamente através da rotina NDSolve do software Mathematica, com controle automático
dos erros absoluto e relativo. Com a finalidade de reduzir o custo computacional associ-
ado à solução do problema direto, foi feita a redução dos limites superiores dos somatórios
presentes nas Eqs. (9-11) para uma ordem NR < N , com o número de termos alto o
suficiente para alcançar a precisão desejada.

3 Formulação e Solução do Problema Inverso

Para investigar a solução do problema inverso relativo à estimativa de um vetor de
parâmetros P necessita-se de um conjunto de dados experimentais Y. Na ausência desses
dados experimentais reais, neste trabalho é simulado um conjunto de dados utilizando a
solução do problema direto com adição de rúıdo modelado por uma distribuição normal,
como segue:

Yi = Ui(P) + εi, εi ∼ N(0, σe), i = 1, 2, . . . , Nd (13)

Neste trabalho considera-se σe = 0, 002. Como a prática de usar o mesmo modelo para
simular os dados experimentais e resolver o problema inverso é conhecida como crime
inverso [2], de forma a atenuar os seus efeitos os dados experimentais foram obtidos utili-
zando um modelo com alta ordem de truncamento, com NR = N .

Fundamentalmente, abordagens estat́ısticas para solução de problemas inversos bus-
cam a utilização de toda informação dispońıvel a priori sobre os parâmetros a serem esti-
mados, reduzindo assim suas incertezas associadas. As técnicas estat́ısticas de solução de
problemas inversos são baseadas nos seguintes prinćıpios:(i) todas as variáveis do problema
são modeladas como aleatórias;(ii) a aleatoriedade descreve o grau de informação;(iii) as
informações são codificadas como distribuições de probabilidade;(iv) a solução do pro-
blema inverso é a distribuição a posteriori. Considerando conhecida a informação a priori
sobre os parâmetros P a distribuição de probabilidade a posteriori pode ser calculada pelo
teorema de Bayes [2];
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A distribuição a posteriori pode ser explorada de diversas formas [2]. Neste trabalho
será buscada a estimativa que maximize a posteriori através da definição da função ob-
jetivo conhecida como Maximum a Posteriori (MAP) [2]. Considerando que os erros em
relação aos dados experimentais são aditivos, não correlacionados, e têm uma distribuição
normal com média zero, o desvio padrão constante, a priori e a verossimilhança podem
ser modeladas, respectivamente, por [2]:

π(P) = (2π)−Np/2|V|−1/2 exp

[
−1

2
(P− µ)TV−1(P− µ)

]
(14)

π(Y|P) = (2π)−Nd/2|W|−1/2 exp

[
−1

2
RTW−1R

]
(15)

onde NP é o número de parâmetros, V é a matriz de covariância, µ é média a priori, Nd é
o número de dados experimentais, W é a matriz de covariância dos erros em relação aos
dados experimentais e R é o vetor residual, que tem seus elementos dados por:

Ri = Yi − Ui(P), i = 1, 2, ..., Nd (16)

onde U(P) é o vetor contendo as densidades populacionais nas coordenadas espaciais e
temporais de obtenção dos dados experimentais, dadas pela solução do problema direto
em relação aos parâmetros estimados P. Substituindo as Eqs. (14) e (15) no teorema de
Bayes, obtém-se:

ln [π(P|Y)] ∝ −1

2

[
(Np −Nd) ln 2π + ln |W|−1 + ln |V|−1 +QMAP (P)

]
(17)

onde
QMAP = RTWR + (µ−P)TV−1(µ−P) (18)

é conhecida como a função objetivo Maximum a Posteriori (MAP).
A minimização da função objetivo MAP é realizada utilizando o método estocástico

de Luus-Jaakola [4] e o método determińıstico de Gauss-Newton [2], com o objetivo de
aliar a relativa independência de escolha da estimativa inicial, caracteŕıstica dos métodos
estocásticos, com a rápida convergência, caracteŕıstica dos métodos determińısticos.

4 Resultados e Discussões

Baseando-se no trabalho [5] foram utilizados os valores da Tabela 1 para os parâmetros
do modelo, como caso teste. Na Tabela 2 é apresentado o comportamento da solução
do problema direto considerando a presença de armadilhas com intensidade constante
Bj , j = 1, ..., Ncs, posicionadas em x1 = 0, 2, x2 = 0, 4, x3 = 0, 6 e x4 = 0, 8. Os resultados
apresentados foram calculados com M = 150 sub-regiões na integração semi-anaĺıtica.
Nestes resultados pode-se notar uma boa convergência, de três d́ıgitos significativos para
N < 150 na solução completa e dois d́ıgitos significativos na solução de baixa ordem
com NR = 1. Além disso, é observada uma concordância de dois d́ıgitos significativos
entre a solução de baixa ordem e a solução completa em x = 0, 2 e x = 0, 4, e um d́ıgito
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significativo em x = 0, 5. Ainda, observando-se a Figura 1 pode-se perceber uma boa
aderência entre a solução de baixa ordem e a solução completa, especialmente nos pontos
centrais do domı́nio. Ressalta-se que com a solução de baixa ordem uma redução de tempo
computacional de 95% é alcançada.

Tabela 1: Parâmetros para solução do problema direto.

D P K C B µ τ L u0(x, t)

0,0001 0,005 1 0,5 0,001 0,0 10 1 1

Tabela 2: Convergência da solução do problema direto (t = 50).

Reduzido Sem Redução

N x = 0, 2 x = 0, 4 x = 0, 5 x = 0, 2 x = 0, 4 x = 0, 5

90 0,711859 0,705561 0,878131 0,715047 0,709826 0,879428
120 0,710362 0,704094 0,879055 0,700174 0,694910 0,862890
150 0,709483 0,703233 0,878877 0,699298 0,694049 0,862718

0.0 0.2 0.4 0.6 0.8 1.0
x

0.2

0.4

0.6

0.8

1.0
u

Completo

Reduzido
NR = 1

t=50

t=100

t=250

Figura 1: Perfil de densidade para diferentes tempos.

Na solução do problema inverso considerou-se, para obtenção dos dados experimentais,
sensores posicionados em x = 0, 3 e x = 0, 4 e o vetor de parâmetros P = {D,P,K,B}
deve ser estimado. Na minimização da função objetivo MAP considerou-se uma estimativa
inicial arbitrária, afastada da solução esperada, como ponto de partida para o método de
Luus-Jaakola, modelado com os seguintes parâmetros: next = 20, nint = 30 e ε = 0, 1.
Estes resultados são apresentados na Tabela 3, juntamente com os intervalos de confiança
de 99%, aproximados por:

P̂i − 2, 576σP̂i
≤ Pi ≤ P̂i + 2, 576σP̂i

, σP̂i
=
√[

(JTW−1J + V−1)−1
]
i,i

(19)
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onde P̂i e σP̂i
correspondem respectivamente à estimativa e ao desvio padrão do parâmetro.

Outra grandeza apresentada na Tabela 3 é a medida relativa do intervalo de confiança
de cada parâmetro (CI%), calculada como:

CIi =
P̂+
i − P̂

−
i

P̂i
× 100% (20)

A estimativa obtida com o método de Luus-Jaakola é então empregada como estimativa
inicial para o método determińıstico de Gauss-Newton, e os resultados são apresentados
na Tabela 4. Nestes resultados observa-se que o método de Luus-Jaakola, Tabela 3, não
foi capaz de identificar intervalos de confiança corretos para os parâmetros. Entretanto,
as estimativas obtidas serviram de boas estimativas iniciais para o procedimento itera-
tivo de Gauss-Newton, Tabela 4. Apesar de estimativas próximas aos valores esperados
terem sido obtidas, verifica-se que o valor exato dos parâmetros não se encontra dentro
do intervalo de confiança estimado. Isto pode ser explicado pela solução de baixa ordem
empregada, ou pela não-linearidade do modelo, que pode tornar o emprego da Eq. (19)
pouco preciso na estimativa dos intervalos de confiança. Na Figura 2(a) pode-se observar o
ajuste entre os dados experimentais e a predição do modelo utilizando tanto as estimativas
do método de Luus-Jaakola, quanto as estimativas após o refinamento (Gauss-Newton).
Os reśıduos apresentados na Figura 2(b) são pequenos, especialmente para a solução após
o refinamento, confirmando o bom ajuste. Certa autocorrelação (assinatura) é observada
no reśıduo, resultado do emprego da solução de baixa ordem.

Tabela 3: Resultados Luus-Jaakola.
Parâm. Ext. Interv. Est. Est. Interv. CI

de Busca Inicial de Conf. Estim. %

D × 104 1 [0, 4] 2,0 3,07650 [2, 99750, 3, 15550] 15,81
P × 103 5 [0, 10] 8,7 8,33759 [8, 18287, 8, 49230] 6,19

K 1 [0, 4] 2,0 2,05129 [2, 00649, 2, 09609] 8,96
B × 103 1 [0, 4] 2,0 2,09392 [2, 04757, 2, 14028] 9,27

Tabela 4: Resultados Gauss-Newton.
Parâm.s Ext. Inicial Estimado IC CI %

D × 104 1 3,07650 0,98255 [0, 96460, 0, 10005] 3,59
P × 103 5 8,33759 4,30013 [4, 27095, 4, 32931] 1,17
K 1 2,05129 0,76183 [0, 74979, 0, 77386] 2,41

B × 103 1 2,09392 0,76957 [0, 75679, 0, 78235] 2,56

5 Conclusões

Neste trabalho foi empregado o método h́ıbrido GITT para a solução de um problema
não linear de dinâmica populacional, reduzindo significativamente o custo computacional
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Figura 2: Ajuste e Reśıduos.

e permitindo a análise inversa através de inferência Bayesiana. Na minimização da função
objetivo MAP foi proposta uma hibridização entre os métodos Luus-Jaakola e Gauss-
Newton, reduzindo a sensibilidade da estimativa inicial dos parâmetros.
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