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Resumo. A otimizacão não suave é um ramo da otimização que trabalha com funções
objetivo não diferenciáveis em um subconjunto do domı́nio. O algoritmo Gradient Sampling
(GS) foi proposto recentemente e minimiza a função objetivo com base no gradiente calcu-
lado em amostras de pontos gerados uniformemente em uma vizinhança do ponto corrente.
Variações deste método envolvendo diferentes tamanhos de direções e diferentes valores de
parâmetros foram exploradas no presente trabalho. Problemas conhecidos da literatura fo-
ram utilizados para analisar comparativamente o comportamento de algumas variantes do
método e sua dependência com relação ao número de pontos amostrados. O número de
iterações e o valor ótimo obtido foram as medidas de eficiência utilizadas.
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1 Introdução

Problemas de otimização envolvendo funções não suaves possuem grande interesse
prático, uma vez que estes estão presentes em diversos problemas reais [8–10]. Tais pro-
blemas podem ser agrupados em duas classes distintas: aqueles que lidam com funções
convexas e os demais problemas de otimização não suave, que apresentam funções não
convexas como um complicador adicional.

Com o objetivo de apresentarem um método robusto para a segunda classe de pro-
blemas, os autores em [3] sugerem um algoritmo chamado Gradient Sampling (GS). O
algoritmo tem suas ráızes nos trabalhos apresentados em [1,2], e tem como principal ideia
generalizar o algoritmo de máxima descida para funções não suaves. Para tanto, o método
GS faz uso de uma amostra de pontos em volta do ponto corrente para obter informações
do comportamento local da função em questão. Assim, o algoritmo é capaz de calcular
uma direção de busca satisfatória e obter um decréscimo suficiente da função objetivo a
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cada iteração. Uma das vantagens deste método é lidar apenas com pontos onde a função
objetivo é diferenciável. Em outras palavras, o método GS nunca faz uso de subgradientes.
Neste trabalho apresentamos o algoritmo GS, discutindo brevemente algumas de suas va-
riantes. Como contribuição do nosso estudo, análises de desempenho destas variantes são
feitas a partir da solução de uma coleção de problemas de otimização não suave presentes
na literatura [5, 12].

2 O Método GS e Variantes

O método Gradient Sampling tem como objetivo resolver o seguinte problema de oti-
mização

min
x∈Rn

f(x), (1)

sendo f : Rn → R uma função localmente Lipschitz cont́ınua e continuamente diferenciável
em um conjunto aberto D ⊂ Rn. Ademais, D deve ser de tal forma que o conjunto Rn \D
tenha medida de Lebesgue zero [4].

Este algoritmo pode ser visto como uma generalização do método de máxima descida.
A cada iteração k, o algoritmo GS encontra uma direção de busca dk e, através de uma
busca linear, calcula um tamanho de passo tk para, ao final da iteração, definir o próximo
ponto xk+1 (veja Figura 1). A grande diferença entre o método de Cauchy e o algoritmo
GS está na forma como estes métodos encontram uma direção de descida para a função
f em xk. Enquanto o método de máxima descida define dk = −∇f(xk), o algoritmo GS
necessita de uma coleção de gradientes calculados ao redor do ponto corrente xk para
garantir que dk será uma boa direção de descida para a função objetivo.

Obtenha uma 
direção de 

busca

Obtenha um
tamanho de 

passo 

Figura 1: Esboço simplificado do algoritmo GS

Para facilitar a compreensão do passo F que aparece na Figura 1, recorremos ao aux́ılio
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da Figura 2. Para o cálculo da direção dk, o algoritmo sorteia uniformemente pontos ao
redor do iterando xk, em uma bola com raio amostral εk. Como, por hipótese, o conjunto
Rn \D tem medida zero, isto significa que, com probabilidade 1, a função f é diferenciável
nos pontos sorteados. Desta forma, podemos, com probabilidade 1, calcular os gradientes
de f nestes pontos e obter gk como o vetor de menor norma no conjunto formado pela
combinação convexa destes gradientes. Assim, fazemos dk = −gk. Caso ‖dk‖ seja menor
que uma dada tolerância νk, então reduzimos o raio amostral e a tolerância, e fazemos um
novo sorteio. O algoritmo termina quando tanto o raio amostral εk quanto a tolerência νk
estão pequenos o suficiente.

É posśıvel demonstrar que, para toda iteração k, a direção calculada dk é uma direção
de descida para f em xk. Assim, com o aux́ılio desta informação, Kiwiel [7] mostrou que,
se f é limitada inferiormente, então qualquer ponto de acumulação da sequência {xk} é
um ponto estacionário para f .

Figura 2: Esboço do cálculo da direção dk. Os pontos xk,1 e xk,2 representam os pontos sorteados
ao redor do iterando xk. O valor εk é chamado de raio amostral. A direção gk é o vetor de menor
norma no fecho do casco convexo das direções ∇f(xk), ∇f(xk,1) e ∇f(xk,2).

Inicialmente, em [3], o método GS foi proposto com dk = −gk/‖gk‖. Porém, no
ano de 2007, Kiwiel apresenta uma variante deste método que, a cada iteração, define
dk = −gk. Além desta forma não normalizada da direção de busca ser mais coerente
com o método de máxima descida, este novo dk tem a vantagem de satisfazer, com mais
facilidade, o decréscimo suficiente da busca linear quando xk está próximo de um ponto
estacionário. Contudo, mesmo com esta mudança, existe a possibilidade da busca linear
falhar na prática. Isto ocorre porque, quando os pontos sorteados não apresentam sa-
tisfatoriamente a informação local da função f , a norma do vetor gk pode ter um valor
muito alto, mesmo quando xk está próximo de um ponto estacionário. Assim, para que o
decréscimo suficiente do valor de função seja satisfeito, devemos ter um tamanho de passo
tk excessivamente pequeno, o que, na prática, significa dizer que tk deve ser menor do que
a precisão da máquina. Com o objetivo de evitar esta falha, na prática acaba-se exigindo
apenas o decréscimo simples do valor de função a cada iteração, mesmo sabendo que esta
variante não possui convergência teórica garantida [3].
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Desta forma, quatro variantes do método GS podem ser naturalmente consideradas:

GS-NsD: Gradient Sampling Normalizado sem Decréscimo suficiente;

GS-nNsD: Gradient Sampling não Normalizado sem Decréscimo suficiente;

GS-NcD: Gradient Sampling Normalizado com Decréscimo suficiente;

GS-nNcD: Gradient Sampling não Normalizado com Decréscimo suficiente.

Além destas quatro variantes, condideraremos, nos nosso experimentos numéricos, uma
quinta versão do algoritmo GS, a qual iremos denotar por GS-LOC. Esta variante surgiu
em [6] e tem como principal intuito mostrar a estreita relação entre o método GS e o algo-
ritmo de máxima descida. Manipulando a velocidade em que os valores εk e νk decrescem
ao longo das iterações, o método GS-LOC consegue garantir, para funções que possuem
um comportamento suave em uma região contendo o ponto ótimo do problema, uma taxa
linear de decréscimo do valor da função objetivo. Essa região precisa ser, pelo menos
uma curva, mas pode ser uma superf́ıcie, ou ter maior dimensão. Em [6] foi mostrado
que a convergência linear do método de Cauchy pode ser recuperada quando os valores de
parâmetros do método GS são apropriadamente ajustados.

3 Resultados Computacionais

Com o objetivo de analisar a eficiência numérica das cinco versões do método GS
descritas na seção anterior, escolhemos dezoito funções bem conhecidas na literatura de
problemas de otimização não suave [5, 12] e fizemos uso de duas medidas: número de
iterações, a qual representa a nossa medida de esforço; e o menor valor de função atingido,
o qual representa a nossa medida de qualidade.

Os dados foram gerados a partir da minimização de cada uma das dezoito funções,
com trinta pontos iniciais escolhidos randomicamente no domı́nio [−1, 1]n, para as cinco
primeiras funções, e [0, 2]n, para as funções restantes.

De forma geral, pudemos notar que os desempenhos dos métodos GS-NsD e GS-NcD
não apresentam grandes diferenças, uma vez que a única caracteŕıstica que os diferencia
é o decréscimo exigido na busca linear. Similarmente, podemos ver que os métodos que
normalizam a direção de busca e aqueles que não o fazem também apresentam pouca
variação no desempenho quando comparados entre si. Em contrapartida, o método GS-
LOC claramente se distingue dos demais. Por exemplo, podemos ver que este algoritmo
possui um excelente desempenho para as funções F5 e F9 (veja as Figuras 3 e 4). Isto pode
ser explicado pelo fato que estas funções satisfazem as hipóteses exigidas em [6] para que
o método GS tenha uma convergência local linear. Por outro lado, quando consideramos
funções que não satisfazem tais hipóteses como, por exemplo, as funções F1 e F6, as outras
variantes tem um desempenho muito superior.

Como explicado na seção anterior, o método GS trabalha com pontos amostrados a
cada iteração. Para que o resultado de convergência global do método seja válido, é
necessário que o algoritmo faça um sorteio de, ao menos, n + 1 pontos. Desta forma,
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Figura 3: Média do número de iterações para n = 20.

Figura 4: Mediana dos valores de função atingidos, relativa ao menor valor atingido dentre todos
os experimentos, para n = 20.

podemos nos perguntar como cada método se comporta quando este número de pontos
amostrados m é alterado. Com este objetivo, fizemos testes computacionais considerando
m ∈ {dn/2e, n+ 1, 2n, 3n}.

Após a análise dos experimentos, pudemos observar que o método GS não apresenta
diferença significativa nos resultados quando m = 2n ou m = 3n. Porém, como para
m = 3n o custo computacional é maior, conclúımos que m = 2n é um valor mais adequado.
Por fim, quando consideramos os valores m = dn/2e e m = n + 1, percebemos que todos
os métodos perdem em robustez para o valor m = 2n. Com base nisso, conclúımos
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que a escolha de 2n amostras, apresentada na versão padrão do algoritmo GS, é a mais
satisfatória.

Nesta seção exibimos uma análise concisa dos experimentos que foram realizados. Para
um estudo mais detalhado, encaminhamos o leitor ao trabalho apresentado em [11].

4 Conclusões

Com base em nossos experimentos numéricos, pudemos notar que o algoritmo GS é
pouco senśıvel ao uso da condição de decréscimo suficiente na busca linear. Ademais,
também pudemos observar pouca influência da normalização da direção de busca nos
resultados.

Fica evidente que a variante que mais se distingue das demais é a versão que denotamos
por GS-LOC. Como esperado, esta versão do método GS apresenta bons resultados quando
a função objetivo tem um comportamento suave em uma região contendo o ponto ótimo
do problema. Por fim, o número de pontos amostrais sugerido pelos autores originais do
método [3] se mostrou satisfatório em nossos experimentos.
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trado, Instituo Courant de Ciências Matemáticas, Universidade de Nova Iorque, 2010.

Proceeding Series of the Brazilian Society of Computational and Applied Mathematics, v. 6, n. 2, 2018.

DOI: 10.5540/03.2018.006.02.0277 010277-7 © 2018 SBMAC

http://dx.doi.org/10.5540/03.2018.006.02.0277

