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1 Introdução

As redes neurais têm sido amplamente usadas tanto na indústria quanto na pesquisa
acadêmica [1]. Em paralelo, em áreas da matemática e da física como cálculo tensorial,
propagação de ondas e viscoelasticidade, o cálculo fracionário tem permitido a obtenção
de resultados promissores, tendo sido usado para tratar de problemas envolvendo memória
de um dado evento e algum nível de hereditariedade nos fenômenos.

Os resultados demonstrados por [2] justificam o uso do cálculo fracionário em redes
neurais a partir de uma argumentação baseada na taxa de ativação dos neurônios e pre-
servação de informações. Os autores sugerem, além de outras conclusões, que o parâmetro
fracionário pode representar a capacidade do sistema neural humano de codificar frações
da taxa de variação de informação realizada por um único neurônio.

2 Redes neurais de ordem α-fracionária

Entre os algoritmos de redes neurais fracionárias mais proeminentes, está o backpro-
pagation usando a derivada de Caputo, com novas formulações baseadas em métodos de
máxima descida. A convergência para a adaptação objeto deste estudo foi demonstrada
conforme [2], assim como outros resultados relevantes para a rede neural, como o poder de
generalização desta rede.

A derivada fracionária de Caputo de ordem α ∈ C (Re(α) > 0) utilizada nos expe-
rimentos é definida no intervalo real [a, b]. Quando α = n, n ∈ N, a n-ésima derivada
de Caputo coincide com a n-ésima derivada usual para uma função real y(x) definida em
[a, b], ou seja, Dα

t y(x) = y(n)(x). A utilidade desta definição já é bem conhecida para a
resolução de equações diferenciais com problema de valor inicial, mas também pode ser
particularmente interessante em um algoritmo de aprendizado computacional.
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3 Metodologia proposta

Na adaptação fracionária do backpropagation para redes neurais, a atualização dos pesos
é feita por

wk+1
ij =

1

(1− α)Γ(1− α)
wkij(w

k
ij − c)1−α, (1)

em que c é definido por
c = minwki,j . (2)

Este processo de atualização é chamado de gradiente descendente [1]. Porém algumas
melhorias sobre este algoritmo já são bem conhecidas, sendo uma das mais populares o
gradiente descendente conjugado (GDC). Este traz algumas vantagens no que diz respeito
à generalização do algoritmo e ao custo computacional em comparação com o método
original.

O objetivo é adaptar o backpropagation de ordem fracionária para os otimizadores
conjugados e avaliar o desempenho da generalização do algoritmo em problemas supervi-
sionados de classificação. São estudados problemas em que dados de categorias distintas
(imagens de objetos diferentes, por exemplo) são discriminados. Uma parte deste conjunto
de dados tem sua categoria previamente conhecida (subconjunto de treinamento) e será
usada para encontrar os parâmetros da rede, enquanto sobre a outra parte (teste) é que se
realiza a classificação propriamente dita.

Vale destacar que o método do gradiente conjugado possui elementos que atuam como
memória do processo de otimização. No cálculo fracionário, há também um reconhecido
efeito de memória, cuja interação com as direções conjugadas do algoritmo GDC, o bi-
conjugado BiGDC e outras variações, estão sendo estudadas neste trabalho. Os resultados
obtidos até o momento apontam para uma taxa de acerto na classificação na base de
dados iris da ordem de 96%, usando-se α = 7/9, o que representa um avanço sobre o
backpropagation clássico.
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