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Breno T. Mota2
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Resumo. A abordagem multiobjetivo (MO) associada a problemas de otimização tem
estimulado o desenvolvimento e aperfeiçoamento de novos métodos, em especial os chamados
algoritmos evolucionários. Dentre eles, o MOPSO tem recebido especial atenção devido,
entre outros aspectos, ao número reduzido de parâmetros. Neste trabalho é apresentada
uma nova versão do MOPSO, formulada a partir da estrutura original do PSO, acrescida
de seis modificações, que tratam diferentes problemas resultantes da aplicação da teoria de
Pareto aos algoritmos de otimização. A versão proposta foi testada comparativamente na
solução de quatro problemas clássicos em relação a versão apresentada por Coello et al.,
2004.
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1 Introdução

Os problemas de otimização multiobjetivo (MO) surgem nas mais diversas áreas como
economia, administração, engenharia, robótica, telecomunicações, qúımica e design indus-
trial dentre outras, o que tem motivado a cont́ınua investigação e o desenvolvimento de
novos métodos e técnicas aplicados à solução destes problemas.

Sem a perda de generalidade, a otimização multiobjetivo pode ser definida como um
problema de minimização do valor de uma função vetorial F, que define a aplicação de um
vetor com n variáveis livres X em um vetor contendo m objetivos Y. As funções objetivo
são em geral conflitantes, inexistindo um único vetor X que minimize todos os valores das
funções objetivo Y1, Y2, ..., Ym simultaneamente.
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A abordagem formal para este tipo de problema teve ińıcio com a teoria de Pareto
em 1906, que estabeleceu critérios de otimalidade a partir do conceito de dominância de
Pareto [2], onde a existência de múltiplos objetivos conflitantes resulta no surgimento de
soluções múltiplas e equivalentes entre si.

Enquanto os métodos clássicos de otimização mono-objetivo tem como resultado de
busca uma solução única, os algoritmos evolucionários podem encontrar múltiplas soluções
em uma única rodada por serem baseados em meta-heuŕısticas populacionais. Diversos
estudos tem demonstrado a utilidade e relevância do emprego de algoritmos evolucionários
na solução de problemas multiobjetivos [9]. Dentre eles, o algoritmo MOPSO (do inglês
”Multi Objective Particle Swarm Optimization”), constrúıdo a partir da sua versão mono
objetivo (PSO) proposta por Kennedy e Eberhart em 1995, tornou-se muito popular devido
a algumas caracteŕısticas do algoritmo original como o reduzido número de parâmetros e
capacidade de exploração global.

A adaptação do PSO para a resolução de problemas multiobjetivo (MOPSO) traz
consigo uma série de desafios, que motivaram o desenvolvimento de diferentes abordagens
e versões encontradas na literatura, onde a principal alteração decorre do surgimento de
lideranças múltiplas. Nos problemas multiobjetivo clássicos, o ótimo global deixa de ser
um único ponto e deve ser escolhido dentro de um conjunto de soluções que atendem a
um critério de otimalidade, que se baseia no critério de dominância de Pareto [7].

Vários esquemas foram propostos para armazenar e manipular a seleção de ĺıderes por
meio de um arquivo externo [5], tornando-se fonte de estudo para aperfeiçoamento do
método. Na versão projetada por Coello et al. (2004) [3] o espaço dos objetivos é divido
em “hipercubos”, desta forma um ĺıder é escolhido por sorteio no cubo com menor número
de part́ıcula.

Neste trabalho, além da escolha, armazenagem e gerenciamento das lideranças múltiplas,
também são abordadas outras três questões relevantes para a otimização multiobjetivo: o
critério de dominância, a escolha do ĺıder local entre posições equivalentes e o cálculo da
velocidade das part́ıculas.

2 Esquema Numérico

A versão do MOPSO proposta mantem a estrutura do PSO original [4], introduzindo
seis modificações simplificadas ao algoritmo.

1. Critério de otimalidade: Em substituição à dominância de Pareto, adotou-se o
critério de ε-dominância, implementado inicialmente por Laummans et al. [6] com
o objetivo de promover uma melhor distribuição das part́ıculas na imagem. A ε-
dominância pode ser definida de maneira formal como: Considerando Fi(X) = Yi, i =
(1, 2, ...,m) um conjunto de funções objetivo a serem minimizadas, então dados dois
vetores Y∗ ∈ Rm e ε ∈ Rm , disse que Y∗ ε-domina Y ∈ Rm, denotado por Y∗ �ε Y
, se e somente se: Yi

∗ − εi ≤ Yi ∀i ∈ (1, 2, ...,m). Nesta versão, o critério de ε-
dominância foi implementado com o objetivo de eliminar problemas de dominância
puramente numérica, que não oferecem um ganho real para o valor da função.
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2. Armazenagem da liderança global: o conjunto de part́ıculas ĺıder, isto é, o
conjunto de part́ıculas não dominadas, que corresponde a uma aproximação numérica
da frente de pareto, é armazenado em um vetor de tamanho definido, denominado
VFP, semelhante ao repositório externo utilizado por Coello e Lechuga [2].

3. Gerenciamento da armazenagem dos ĺıderes globais: Quando o número de
part́ıculas não dominadas supera o número máximo de posições de armazenagem,
elimina-se a part́ıcula excedente, empregando-se o critério de menor distância eucli-
diana, operacionalizado por meio de uma matriz D, que armazena as distâncias entre
cada uma das part́ıculas não dominadas. Assim, elimina-se aquela que apresenta os
dois menores valores na matriz D.

4. Escolha do ĺıder global (gbest): A atualização da liderança para cada part́ıcula
do enxame é feita sem a utilização de quaisquer critérios de seleção. Os ĺıderes
globais, provenientes do vetor de part́ıculas não dominadas (VFP) são atribúıdos às
part́ıculas do enxame de forma sequencial a partir de um primeiro elemento escolhido
aleatoriamente. Observou-se que a mudança constante do ĺıder global pode gerar
um movimento errático das part́ıculas do enxame. Para contornar este problema e
acelerar a convergência das part́ıculas em direção à frente de Pareto, o ĺıder global
é mantido fixo por um determinado número de iterações, que varia entre 3 e 8.

5. Cálculo da velocidade: A velocidade (V ) na iteração k + 1 em cada uma das
i dimensões é calculada de acordo com a expressão original adicionada do fator
de inércia (ω) sugerido por Chatterjee e Siarry [1] para aumentar a capacidade de
exploração global no ińıcio e a capacidade de exploração local nas últimas iterações.

Vi(k + 1) = ω.Vi(k) + C1.φ1(Xipbest(k)−Xi(k) + C2.φ2(Xigbest(k)−Xi(k))) (1)

onde o fator de inércia é calculado pela expressão ω = 0, 4+0, 5(kmax−k)1,2/(kmax)1,2;
φ corresponde a um número aleatório entre 0 e 1; C1 = 2, 05 corresponde ao fator de
aprendizagem local; C2 = 2,05 corresponde ao fator de aprendizagem global; Xpbest

e Xgbest correspondem à posição da liderança local e global respectivamente.

6. Escolha da liderança local (pbest): A escolha é feita inicialmente pelo critério
de ε-dominância. Caso as part́ıculas sejam não dominantes entre si, é mantida a
part́ıcula cuja troca resultaria na maior perda relativa para uma das funções objetivo.

3 Testes Comparativos

Foram empregadas quatro funções testes, Eqs. (2) , (3) , (4) e (5), selecionadas por
Coello et al. [3], e resolvidas com o emprego do MOPSO com um número máximo de
avaliações da função objetivo de 5000, 12000, 4000 e 10000 para cada um dos testes
respectivamente. Seguindo a mesma metodologia, cada problema foi resolvido 30 vezes
com o algoritmo proposto, empregando os parâmetros indicados na Tabela 1. Os resultados
foram comparados por meio da apresentação gráfica e das métricas GD e SP, do inglês
”Generational Distance”e ”Spacing”respectivamente [3].
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Tabela 1: Parâmetros empregados nas resolução de cada função teste.

Função teste 1 (Eq. (2)) 2 (Eq. (3)) 3 (Eq. (4)) 4 (Eq. (5))

Valor de ε para a ε-dominância 0,001 0,00001 0,00001 0,001
No de iterações com o ĺıder fixo 8 8 5 3

max

{
Y1 = −X2

1 +X2

Y2 = 1
2X1 +X2 + 1

}
,

0 ≥ 1
6X1 +X2 − 13

2 , 0 ≥ 1
2X1 +X2 − 15

2 ,
0 ≥ 5X1 +X2 − 30 e 0 ≤ X1, X2 ≤ 7

(2)

min

{
Y1 =

∑2
i=1(−10 exp(−0, 2

√
X2

i +X2
i+1))

Y2 =
∑3

i=1(|Xi|0,8 + 5 sin(X3
i ))

}
, − 5 ≤ X1, X2, X3 ≤ 5 (3)

min

{
Y1 = X1

Y2 = g(X1, X2) · h(X1, X2)

}
,

0 ≤ X1 ≤ 1
−30 ≤ X2 ≤ 30

onde :
g(X1, X2) = 11 +X2

2 − 10 · cos(2πX2)

h(X1, X2) =

{
1−

√
Y1

g(X1,X2)
, se Y1 ≤ g(X1, X2)

0 , caso contrário

(4)

min

{
Y1 = X1

Y2 = g(X2)/X1

}
, 0, 1 ≤ X1, X2 ≤ 1, 0

onde :

g(X2) = 2, 0− exp
[
−(X2−0,2

0,004 )2
]
− 0, 8 exp

[
−(X2−0,6

0,4 )2
] (5)

Tabela 2: Comparação numérica entre duas metodologias utilizando a métrica GD.

Função MOPSO Melhor Pior Média Mediana Desvio padrão

Teste 1 Coello et al. [3] 0,002425 0,476815 0,036535 0,007853 0,104589
Eq. (2) Proposto 0,001011 0,074973 0,018671 0,011756 0,003509

Teste 2 Coello et al. [3] 0,00745 0,00960 0,008450 0,00845 0,00051
Eq. (3) Proposto 0,00210 0,00520 0,003364 0,00319 0,00013

Teste 3 Coello et al. [3] 0,0000861 0,000191 0,000118 0,000111 0,0000255
Eq. (4) Proposto 0,0000055 0,000392 0,000090 0,000058 0,0000153

Teste 4 Coello et al. [3] 0,00043 0,18531 0,03273 0,00051 0,06062
Eq. (5) Proposto 0,00018 0,75106 0,10734 0,00131 0,02902
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Figura 1: Comparação gráfica entre as duas metodologias para as funções teste 1 (a,b), 2 (c,d), 3

(e,f) e 4 (g,h).
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Tabela 3: Comparação numérica entre duas metodologias utilizando a métrica SP.

Função MOPSO Melhor Pior Média Mediana Desvio Padrão

Teste 1 Coello et al. [3] 0,043982 0,538102 0,109452 0,06748 0,110051
Eq. (2) Proposto 0,005345 0,060613 0,014590 0,001044 0,001974

Teste 2 Coello et al. [3] 0,043982 0,538102 0,109452 0,06748 0,110051
Eq. (3) Proposto 0,008786 0,019146 0,014281 0,014115 0,000383

Teste 3 Coello et al. [3] 0,00727 0,018676 0,010392 0,009542 0,002782
Eq. (4) Proposto 0,00004 0,002606 0,000742 0,000339 0,000131

Teste 4 Coello et al. [3] 0,04007 0,58185 0,08358 0,05494 0,11821
Eq. (5) Proposto 0,00330 0,67488 0,04463 0,00590 0,00568

De forma geral, as performances das duas versões podem ser consideradas equivalentes
para as quatro funções estudadas. Embora as métricas tenham apresentado resultados
melhores com o algoritmo proposto (Tabelas 1 e 2), observa-se por meio da Figura 1 que
ambas apresentaram uma boa distribuição de part́ıculas e proximidade com a frente de
Pareto ao longo de toda a sua extensão. Na versão proposta neste trabalho, a distribuição
homogênea resulta essencialmente da eliminação das part́ıculas com menor distância eu-
clidiana em contrapartida à escolha sequencial dos ĺıderes.

Observou-se que a fixação do ĺıder por 8 iterações acelera a convergência em direção
à frente de pareto, sendo adequada para problemas como os apresentados em Eqs. (2)
e (3). Por outro lado, a fixação do ĺıder por apenas 3 iterações evita uma convergência
prematura, desejável para problemas como o apresentado em Eq. (5), contendo muitos
mı́nimos locais. Verificou-se ainda que o fator de inércia e o critério de escolha da liderança
local favorecem a convergência em direção à frente de Pareto.

Na Figura 1-a oberva-se a presença de alguns pontos fora da região da frente de pareto,
destacados no ćırculo vermelho. Embora sejam não dominados, os pontos não oferecem um
ganho real para a função teste 1, Eq. (2), que apresenta um platô horizontal. Estes pontos
surgem devido ao que consideramos uma dominância puramente numérica. Este efeito foi
reduzido pela utilização do critério de e-dominância conforme observa-se na Figura 1-b.

4 Conclusões

Neste trabalho foi apresentada uma nova versão do MOPSO que utiliza a estrutura
original do PSO adaptada para problemas multiobjetivo a partir da implementação de
seis modificações: utilização do critério de ε-dominância, armazenagem da liderança glo-
bal (part́ıculas não dominadas) num vetor de tamanho fixo, gerenciamento do vetor de
armazenagem por meio do critério de menor distância euclidiana entre as part́ıculas, esco-
lha sequencial do ĺıder global a cada grupo de 3 a 8 iterações, utilização do peso de inércia
no cálculo da velocidade e utilização de um critério para diferenciação entre part́ıculas não
dominadas na escolha da liderança local.

O algoritmo proposto, além de mais simples gerou resultados ligeiramente superiores à
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versão de Coello e Lechuga [2004]. Devido à sua simplicidade esta versão apresenta grande
potencial para aplicação na resolução de problemas MO, especialmente porque mantem
um reduzido número de parâmetros para ajuste e efetua um gerenciamento simplificado
das part́ıculas armazenadas, sem a necessidade de cálculos e sub-rotinas complexas.
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