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Resumo. A previsão de ı́ndices de ações de diferentes bolsas de valores é uma das questões mais
importantes para economistas e investidores, a fim de conhecer, antecipadamente, os movimentos
que ocorrem no mercado de investimento. Os investidores confiam, frequentemente, no seu conheci-
mento da economia dos mercados, dos fatores macroeconômicos dos páıses e de outros recursos, tais
como: o comportamento dos gráficos de ações, para fazerem os seus investimentos da forma mais
eficiente posśıvel. Nesta pesquisa, propõe-se uma forma como realizar a previsão do valor no dia
seguinte do ı́ndice de ações espanhol IBEX 35, utilizando três redes neurais artificiais diferentes e
comparando o desempenho de cada uma dessas redes em diferentes situações. O IBEX 35 é o prin-
cipal ı́ndice de referência do mercado acionário da bolsa espanhola. É formado pelas 35 empresas
mais ĺıquidas listadas no Sistema de Interconexão da Bolsa de Valores Espanhola nas quatro bolsas
de valores espanholas. As redes neurais a utilizar são Feedforward , Cascade-Forward e Generalized
Regression

Palavras-chave. previsão, ibex 35, bolsa de valores, backpropagation, feedforward, cascade, re-
gressão generalizada.

1 Introdução

Hoje em dia, a previsão dos ı́ndices de ações das diferentes bolsas internacionais é uma questão
importante na economia global, uma vez que movimenta enormes quantidades de dinheiro.

Os fatores que influenciam os ı́ndices de ações podem ser provenientes de ı́ndices macroeconômicos
nacionais, tais como: d́ıvida externa, produção industrial, desemprego, prêmio de risco, reputação
do banco nacional, taxa de juros, etc. [4]

Também, os fatores que podem influenciar um páıs são os ı́ndices de ações de outros páıses, ou
fatores como o Brexit (a sáıda do Reino Unido da União Europeia), o preço das matérias-primas
(ferro, ouro, petróleo etc.), guerras econômicas, conflitos militares, epidemias etc.

Nesta pesquisa, foi realizada, uma previsão do ı́ndice IBEX 35, usando a técnica de janelamento [2].
É realizada a previsão empregando-se três redes neurais diferentes, comparando o desempenho de
cada uma delas em dois casos diferentes, onde outros ı́ndices de ações, matérias-primas e taxas de
câmbio tomadas como entrada:

Os diferentes valores de fechamento dos diferentes ı́ndices foram obtidos na seção de finanças do
Yahoo, que é de uma das páginas mais conceituadas para encontrar dados históricos sobre ı́ndices
de ações. A partir do site Yahoo Finance é posśıvel obter dados diários que podem ser facilmente
importados em formato Excel.

As redes neurais a serem utilizadas são Feedforward, Cascade-Forward, e Regressão Generalizada
(GRNN).
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• AEX (Holanda) • Taiwan Weighted (Taiwan)
• BEL 20 (Bélgica) • IBEX 35 (Espanha)
• CAC 40 (França) • Milho

• DAX 30 (Alemanha) • Ouro
• HANG SENG (Hong Kong) • Prata

• NIKKEI 225 (Japão) • USD/JPY (taxa de câmbio entre o dólar americano e o iene japonês)
• OMXS 30 (Suécia) • EUR/CAD (taxa de câmbio entre o euro e o dólar canadense)

• S&P ASX 200 (Austrália) • EUR/AUD (taxa de câmbio entre o euro e o dólar australiano)
• S&P TSX 60 (Canadá) • EUR/JPY (taxa de câmbio entre o euro e o iene japonês)

• SMI 30 (Súıça)

2 Redes neurais utilizadas

2.1 Feedforward neural network (FFNN)

Estas redes são um tipo de rede de aprendizagem supervisionada e funcionam basicamente,
aplicando um padrão de entrada à rede, que se propaga desde a primeira camada por meio das
camadas superiores da rede até gerar uma sáıda. Neste caso, o algoritmo utilizado seria o algoritmo
backpropagation, onde a sinal resultante da sáıda é comparado com a sáıda desejada e a margem de
erro de cada uma das sáıdas é calculada. A retropropagação (backpropagation ) propaga para trás
as sáıdas de erro para todos os neurônios da camada oculta que contribuem para a sáıda. Entre
tanto, os neurônios da camada oculta, recebe apenas uma fração do sinal de erro total, baseado na
contribuição relativa de cada neurônio para a sáıda original. Isto é feito repetidamente até que os
neurônios da rede tenham recebido um sinal de erro que descreva sua contribuição relativa para o
erro total. Os pesos de conexão de cada neurônio são então atualizados para obter um resultado e
para classificar corretamente os padrões de treinamento. [1]

2.2 Cascade-Forward neural network (CFNN)

A rede neural Cascade-Forward é uma classe de rede neural que é semelhante às redes Feed-
forward, mas cada camada inclui uma conexão a partir da entrada e uma conexão para cada uma
das camadas antes dela.

Como nas redes de Feedforward, uma rede Cascade-Forward de duas ou mais camadas pode
aprender qualquer relação finita de entrada-sáıda. A rede neural Cascade-Forward pode ser usada
para qualquer tipo de mapeamento de entrada e de sáıda. [11]

2.3 Generalized regression neural network (GRNN )

GRNN , proposta por Specht (1991) [9], é uma rede capaz de estimar uma variável dependente
de uma variável independente por meio de um conjunto finito de variáveis. Seu tipo de treinamento
é supervisionado, tem uma estrutura não recorrente e é realizada numa única apresentação dos
padrões de treinamento. Possui uma estrutura fixa, dada por uma camada de entrada, duas
camadas intermédias e uma camada de sáıda, onde o número de neurônios em cada camada depende
do número de padrões de treinamento, entradas e sáıdas da rede. A sua capacidade de generalização
é mantida mesmo com a utilização de dados escassos, e uma vez que se baseia numa função de
densidade de probabilidades. As probabilidades de queda para mı́nimos locais são muito baixas. [6].

Esta rede tem sido amplamente utilizada nos últimos anos, principalmente para problemas relaci-
onados com a previsão de séries temporais, tais como taxas de eletricidade de curto prazo [6], [7],
[10], [13], [14].
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A GRNN convencional foi programada com o aux́ılio das toolboxes das redes neurais artificiais
do MATLAB por meio da função newgrnn. A regressão consiste em estimar uma variável depen-
dente a partir de uma variável independente usando-se um conjunto finito de variáveis. Na teoria
dos sistemas, a variável dependente corresponde à sáıda e a variável independente corresponde à
entrada e pode ser descrita por meio de vetores, cujo número de elementos indica o número de
entradas e sáıdas do sistema.

3 Metodologia

Para calcular o valor de fechamento do dia seguinte, foi utilizada a conhecida técnica do janela-
mento [2], que consiste em inserir os valores de entrada dos dias anteriores ao valor que se precisa
saber. Neste caso, entrariam-se com os valores de fechamento dos 5 dias anteriores dos ı́ndices de
ações estrangeiras, taxas de câmbio e matérias-primas e do mesmo ı́ndice IBEX 35.

3.1 Obtenção das entradas

Os diferentes valores de fechamento dos diferentes ı́ndices foram obtidos na seção de finanças
do Yahoo, que é junto com o Investing de uma das páginas mais conceituadas para encontrar dados
históricos sobre ı́ndices de ações.

A prinćıpio, os dados históricos foram tomados de janeiro de 2010 a dezembro de 2019 dos mais
importantes ı́ndices de ações do mundo e se comparou sua correlação linear com o ı́ndice IBEX 35,
descartando aqueles com correlação que considerava baixa, tomando como válidos apenas aqueles
cujo valor absoluto de sua correlação linear com o ı́ndice IBEX 35 fossem o maior posśıvel.

Portanto, em uma primeira seleção, os ı́ndices de das bolsas estrangeiras escolhidos foram os
seguintes 12: AEX (Holanda), BEL 20 (Bélgica), CAC 40 (França), DAX 30 (Alemanha), HANG
SENG (Hong Kong), NIKKEI 225 (Japão), OMXS 30 (Suécia), SP ASX 200 (Austrália) SP TSX
60 (Canadá), SMI 30 (Súıça), Taiwan Weighted (Taiwan) e o próprio IBEX 35 (Espanha).Os 3
seguintes foram selecionados como matérias-primas influenciadoras: Milho, Ouro e Prata.

Finalmente, os quatro seguintes ı́ndices foram escolhidos como taxas de câmbio: USD/JPY (taxa
de câmbio entre o dólar americano e o iene japonês), EUR/CAD (taxa de câmbio entre o euro e
o dólar canadense), EUR/AUD (taxa de câmbio entre o euro e o dólar australiano) e EUR/JPY
(taxa de câmbio entre o euro e o iene japonês). Dando um total de 19 ı́ndices.

Com o propósito de analisar a robustez das redes neurais, verifica-se se nossas redes neurais treina-
das com os dados de 2010 a 2019 seriam capazes de prever com precisão os valores de fechamento do
ano 2020, que como todos sabemos foi um ano em que sofremos uma pandemia global e, portanto,
o mercado de ações sofreu quedas significativas.

3.2 Procesamento das entradas

Para realizar o processo de previsão do ı́ndice IBEX 35 para o dia seguinte, foi usada a técnica de
janelamento que já foi descrita anteriormente, que consiste em colocar os dados dos dias anteriores
em relação aos dados que se quer conhecer.

Neste caso, foi obtida a previsão usando as redes neurais descritas anteriormente, diferenciando 2
casos:

1. No primeiro caso, foram usados como entrada, apenas os dados de 5 dias anteriores ao valor do
dia do mesmo ı́ndice IBEX 35 que se quer conhecer, dando 5 entradas para o cálculo.
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2. No segundo caso, foram usados, como dados de entrada, 19 ı́ndices que possuem a maior
correlação posśıvel com IBEX 35, considerando-se somente aqueles que possuem correlação. Neste
caso, apartam-se somente 6 ı́ndices (entre os 19 indicados) que somados ao mesmo IBEX 35 daria
um total de 7 ı́ndices. Portanto, levando em conta os valores dos 5 dias anteriores, daria um total
de 35 entradas.

A ideia de realizar 2 casos diferentes é ver a diferença de desempenho das previsões quando são
colocadas diferentes entradas, nas diferentes redes neurais aplicando 3 redes neurais diferentes.

4 Resultados obtidos

A seguir, são apresentados os resultados (verificação e testes) obtidos, via o emprego das RNA
Feedforward e Cascade-Forward, variando-se o número de camadas ocultas, o número de neurônio
em cada camada oculta, assim como o percentual da base de dados usado na fase de treinamento.
Nos casos do uso das RNA Feedforward e Cascade-Forward foram empregados o algoritmo de
treinamento Levenberg-Marquardt Backpropagation [5].

A função de transferência usada é a sigmoide tangente hiperbólica. Os parâmetros usados são: (1)
90% e 10% da base de dados para as fases de treinamento e de testes, respectivamente; (2) número
de camadas ocultas: 1 e 3. No caso RNA GRNN, o único parâmetro mudado é a dispersão (spread),
em razão do número de neurônios da camada oculta que deve ser igual ao número de amostras do
treinamento.Usa-se, neste caso, o spread = 1. Neste artigo, são apresentados os gráficos (figuras)
comparativos do comportamento da sáıda obtida pela RNA (azul) em relação à curva real (target)
(vermelho) durante a fase de testes. A qualidade dos resultados obtidos é inferida mediante a
análise da métrica mean absolute percentage error (MAPE) [8] assim definido:

MAPE =
1

NA

NA∑
h=1

|Y atual(h)− Y previsto(h)

Y atual(h)
|x100 (1)

onde:

MAPE : Mean Absolute Percentage error;

NA : Número de amostragem da série de tempo discreto;

Yatual(h) : valor de referência (para fins de comparação) relativa ao instante discreto h;

Yprevisto(h) : valor previsto referente ao instante discreto h;

As tabelas de MAPE para cada rede neural de ambos casos também são mostradas, onde a célula
marcada na cor vermelho mostra a configuração que resultou com um valor de MAPE mais baixo.
Portanto, a configuração que gerou o MAPE mais baixo foi representada graficamente neste artigo.

Os resultados obtidos referem-se ao fechamento do ı́ndice IBEX 35 relativo ao peŕıodo compreen-
dido entre 01/01/2020 e 30/09/2020. Ressalta-se a dificuldade de realizar a previsão por ser um
ano at́ıpico, por se tratar da ocorrência da pandemia da COVID-19. No referido ano as bolsas de
valores tiveram muitas flutuações por causa da crise de amplitude mundial.
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4.1 Análise Gráfica do caso 1

Feedforward Cascade-Forward GRNN

Tabela 1: Gráficos comparativos entre as sáıdas e o alvos correspondentes ao caso 1, referentes à predição

dos valores de fechamento do ano 2020.

4.2 Resultados de MAPE do caso 1

Tabela 2: Tabelas de valores do MAPE para cada rede neural do primeiro caso
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4.3 Análise Gráfica do caso 2

Feedforward Cascade-Forward GRNN

Tabela 3: Gráficos comparativos entre a sáıdas e o alvos correspondentes ao caso 2, referentes à predição

dos valores de fechamento do ano 2020.

4.4 Resultados de MAPE do caso 2

Tabela 4: Tabelas de valores do MAPE para cada rede neural do segundo caso

5 Conclusões

Observa-se que os resultados mostrados do MAPE no caso 1 (IBEX 35 como entrada em janela-
mento), são melhores que no caso 2 (IBEX 35 mais ı́ndices externos como entrada em janelamento),
assim como as comparações gráficas mostradas evidenciam um melhor desempenho da previsão re-
alizada quando é somente utilizado o mesmo IBEX 35 como entrada.

Portanto, utilizando apenas os 5 dias anteriores do mesmo IBEX 35 (janelamento) como entrada
seria suficiente para fazer uma previsão muito precisa, sem a necessidade de recolher uma enorme
quantidade de dados de outros ı́ndices externos, tornando a nossa tarefa de recolha de dados e
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condicionamento muito mais fácil. A inserção dos ı́ndices externos não só não oferece nenhuma
melhoria, também pioram a previsão, especialmente ao usar a GRNN.
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