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Resumo. Classificação de documentos é um problema estudado na literatura há vários anos com
diversas soluções robustas já dispońıveis. Porém, devido a peculiaridades de cada ĺıngua e da
natureza dos documentos, faz-se necessário investigar a abordagem que melhor se adeque a um
problema espećıfico. Neste trabalho, realizamos um estudo comparativo de diversas metodologias
usadas para classificação de documentos, com foco no problema de classificar diversos tipos de do-
cumentos juŕıdicos escritos em ĺıngua portuguesa. Mais especificamente, analisamos o desempenho
de cinco abordagens para realizar a tarefa de reconhecer 11 tipos de petições intermediárias de uma
vara de execução fiscal do Tribunal de Justiça do Estado de Alagoas. Em nossos experimentos,
a abordagem baseada em representação vetorial TF-IDF com classificador SVM (TFIDF-SVM)
destacou-se pela alta acurácia e baixo tempo de treinamento, além de gerar modelos caixa-branca.
Palavras-chave. processamento de linguagem natural, classificação de documentos, justiça.

1 Introdução

Classificação de documentos, ou classificação de texto, é um problema de extrema importância
que vem sendo estudado na literatura há muitos anos por pesquisadores das áreas de Banco de
Dados, Mineração de Dados, Recuperação de Informação, Processamento de Linguagem Natural,
dentre outros [1]. Atualmente, podemos observar aplicações de classificação de documentos em
uma grande diversidade de áreas do conhecimento, incluindo: análise de redes sociais, finanças,
filtragem de SPAM, filtragem de fake news, classificação de textos médicos, e, de nosso interesse,
classificação de documentos juŕıdicos [2].

Apesar de existirem na literatura diversos métodos para classificação de documentos, faz-se
necessário avaliar a robustez desses para aplicações espećıficas. Textos juŕıdicos, em geral, pos-
suem um vocabulário e uma estrutura peculiar, além de alto grau de estrutura própria, o que
dificulta a compreensão mesmo por indiv́ıduos falantes da ĺıngua que sejam leigos na área juŕıdica.
Inclusive, esta dificuldade tem motivado pesquisas por metodologias para análise destes tipos de
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textos [3]. Além disso, caracteŕısticas inerentes de cada ĺıngua inviabilizam que o conhecimento
adquirido através de pesquisas em Processamento de Linguagem Natural para uma determinada
ĺıngua seja aproveitado em outras pesquisas. Por exemplo, ĺınguas morfologicamente ricas, como
italiano e português, podem se aproveitar de informação morfológica das palavras para inferir
classes gramaticais [11, 17], e isso não pode ser transferido para outras ĺınguas.

Neste trabalho, investigamos diversas abordagens para classificação multi-classe de documentos,
com o objetivo de realizar classificação de petições juŕıdicas escritas em português. O desenvolvi-
mento de um classificador multi-classe automático de petições tem o potencial de dar celeridade
processual a unidades da justiça, substituindo o trabalho repetitivo que em geral é realizado de
forma manual por um servidor. Mais especificamente, são investigadas neste trabalho a robustez
e performance computacional das abordagens comparadas, quando treinadas e avaliadas em uma
base de dados composta por 1.019 petições judiciais, rotuladas de acordo com 11 classes distintas.
Esta base foi coletada especialmente para a realização desta pesquisa na 15a vara de execuções
fiscais de Maceió do Tribunal de Justiça do Estado de Alagoas (TJ-AL). Mais especificamente,
tratamos de um problema de aprendizado supervisionado, buscando-se treinar bons classificadores
multi-classe de documentos juŕıdicos.

É interessante destacar que, em uma entrevista realizada no ińıcio deste trabalho com os ser-
vidores desta vara, que contava naquele momento com mais de 60.000 processos em andamento,
o trabalho de classificação manual destas petições foi apontado como um dos principais gargalos
para aumentar a celeridade dos processos. Consequentemente, o desenvolvimento de ferramentas
inteligentes robustas tem o potencial de dar maior celeridade no fluxo dos processos.

2 Abordagens comparadas para classificação de documentos

Nesta seção descrevemos as técnicas usadas em cinco abordagens avaliadas neste trabalho. Três
abordagens são baseadas na combinação de vetores de caracteŕısticas com classificadores distintos,
e duas são baseadas em diferentes arquiteturas de redes neurais profundas end-to-end.

Representação vetorial TF-IDF. A Term Frequency-Inverse Document Frequency (TF-IDF,
[13]) é uma medida estat́ıstica baseada em Teoria da Informação usada para representar quão
importante uma palavra é em um documento, levando-se em consideração uma coleção de docu-
mentos [12]. TF é a abreviação para Term Frequency e IDF significa Inverse Document Frequency.
Uma das formas de obter a frequência TF de uma palavra w é contar todas as ocorrências de w
em um documento d, denotada por fw,d, e dividir pelo número total de ocorrências de todas as
palavras do documento:

TF(w, d) =
fw,d∑

w′∈d

fw′,d

.

Por outro lado, a frequência inversa do documento descreve a relação da ocorrência geral de uma
palavra w na coleção de documentos D, sendo definida por

IDF(w,D) = log

( |D|
| {d ∈ D : w ∈ d} |

)
.

Na formulação do IDF, a razão faz com que palavras raras sejam mais evidenciadas em relação
a palavras comuns, enquanto que a escala logaŕıtmica é aplicada para que a importância dada a
cada palavra seja suavizada, evitando discrepâncias muito grandes.

Finalmente, multiplicando o valor TF pelo valor IDF, obtemos o valor TF-IDF de uma palavra
w, considerando um determinado documento d e uma coleção de documentos D:

TF-IDF(w, d,D) = TF(w,d) · IDF(w,D).
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Calculando-se o valor TF-IDF para cada palavra de um dicionário contendo m palavras, é posśıvel
gerar um vetor vD(d) ∈ Rm para representar cada documento d da coleção D, onde cada entrada
de vD(d) representa o valor TF-IDF para uma determinada palavra do dicionário.

Representação vetorial Doc2Vec. A representação Doc2Vec [8] é obtida através de um trei-
namento não supervisionado usando redes neurais. Assim como a TF-IDF, ela tem o objetivo
de representar qualquer documento através de um vetor de dimensão fixa. O treinamento desta
representação é realizado de forma similar à bem conhecida representação vetorial de palavras
Word2Vec. Para mais detalhes, ver [8].

Classificadores SVM. Máquinas de Vetores de Suporte (SVM, [14]) são uma famı́lia de clas-
sificadores desenvolvidos para realizar aprendizagem supervisionada. Suas variações permitem a
solução de problemas de classificação e regressão. Para problemas de classificação, é posśıvel adotá-
lo em dados linearmente ou não-linearmente separáveis, e também para problemas multi-classe.
Através de um processo de otimização, esses métodos calculam um hiperplano, ou conjunto de
hiperplanos, cujos parâmetros serão utilizados no modelo de classificação (ou regressão). De modo
geral, um classificador SVM binário (usado para classificação binária) não-linear tem a forma

f̂(x) =
∑

xi∈SV

yiαiK(xi, x), (1)

onde K é uma função kernel; yi é o rótulo do i-ésimo exemplo; SV é um conjunto de vetores de
suporte; e os coeficientes αi são aprendidos num processo de otimização. Adotaremos neste estudo
o SVM linear cujo kernel é o produto escalar convencional, devido a seu conhecido bom desem-
penho em problemas envolvendo dados textuais [6]. Além disso, o uso do SVM linear possibilita
a criação de modelos de classificação caixa-branca, que são capazes de explicitar suas regras de
decisão, conforme mostraremos em nossos experimentos. Finalmente, para tratar o problema de
classificação multi-classe, adotaremos a abordagem um-contra-todos [9].

Classificadores Näıve Bayes. Os classificadores Näıve Bayes são adequados para problemas
nos quais é válida a hipótese de independência das variáveis entre si. Consequentemente, um
modelo desta famı́lia de classificadores, baseado na regra de Bayes, pode ser representado como

ŷ = arg max
k∈{1,...,m}

p(Ck)

n∏
i=1

p(xi|Ck),

onde cada Ck é o rótulo de uma das classes; cada xi é uma das m variáveis (ou caracteŕısticas); ŷ é
o rótulo da classe atribúıda pelo classificador; e p é uma distribuição de probabilidades. Em proble-
mas de classificação de documentos, bons resultados geralmente são alcançados com distribuições
de probabilidade do tipo multinomial [4], as quais adotaremos neste estudo.

Redes Neurais Profundas. Duas arquiteturas de redes neurais recorrentes (Emb-BiLSTM e
Emb-CNN-BiLSTM) foram avaliadas para classificação de documentos, baseadas em trabalhos an-
teriores da literatura [7]. Em ambos os casos, o documento é representado como uma sequência de
tokens (ou palavras), que alimenta a rede uma palavra por vez, e a classificação do documento é
retornada após o processamento da última palavra. As arquiteturas experimentadas são exibidas
na Figura 1. Em ambas, cada token é inicialmente codificado em um vetor one-hot de dimensão m.
Na primeira camada, este vetor é projetado em uma dimensão mais baixa através de uma camada
de embedding. Na primeira arquitetura (Emb-BiLSTM), o vetor resultante segue para uma camada
bidirecional de células recorrentes do tipo Long Short-Term Memory (BiLSTM, [15]). Na segunda
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×0 ou ×3

Figura 1: Arquiteturas de redes neurais experimentadas: na Emb-BiLSTM, as camadas na região azul

não são usadas; na Emb-CNN-BiLSTM, estas são aplicadas três vezes antes das camadas BiLSTM.

arquitetura (Emb-CNN-BiLSTM), o vetor é enviado antes para 3 grupos em sequência de camadas
convolucionais unidimensionais seguidas por camadas de agrupamento máximo (MaxPooling), an-
tes de seguir para a camada BiLSTM. Finalmente, em ambas as arquiteturas, a sáıda da camada
recorrente segue para classificação em uma camada com função de ativação softmax.

3 Experimentos

Cinco abordagens foram avaliadas nos experimentos realizados: representação TF-IDF com
classificador SVM linear (TFIDF-SVM); representação TF-IDF com classificador Näıve Bayes
(TFIDF-NB); representação Doc2Vec com classificador SVM linear (Doc2Vec-SVM); e as duas
arquiteturas de redes neurais (Emb-BiLSTM e Emb-CNN-BiLSTM).

Base de dados. Com o aux́ılio de analistas da 15a vara do TJ-AL, foram selecionadas as 11
classes, representando os tipos de petições mais frequentes na vara, para os experimentos realiza-
dos neste estudo. Em seguida, a coleta de exemplos de documentos de cada classe foi realizada
pelos analistas na base de dados do TJ-AL, de forma aleatória. Ao final do processo, notou-se
um desbalanceamento entre as classes, que posteriormente não se mostrou capaz de prejudicar o
experimento. As classes e a quantidade de exemplos coletados podem ser vistos na Tabela 1.

Pré-processamento. Para tratar documentos escaneados, foi utilizada a ferramenta Tesseract OCR [16]
para extração do texto dos documentos. Esta etapa foi avaliada empiricamente, resultando em textos bru-
tos de boa qualidade. De posse do texto bruto, foi aplicado um pré-processamento para remover acentos,
pontuações, espaços, linhas em branco, conversão para caixa baixa, palavras vazias (ou stopwords, incluindo
preposições, artigos, etc), além de stemização para remover flexões das palavras.
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Tabela 1: Quantidade de documentos por classe.

Classe Notação # de documentos

Suspensão CPC c01 143
Pedido de citação c02 138

Citação por edital por procurador c03 123
Extinção do feito c04 100
Suspensão CTM c05 100
Suspensão LEF c06 99
Penhora de bens c07 97

Redirecionamento de sócio c08 97
Pedido BACENJUD c09 49
Pedido de desistência c10 37

Renajud/Infojud c11 36

Total 1019

Visualização dos documentos. Para verificar se as representações vetoriais TF-IDF e Doc2Vec
dos documentos formavam grupos (clusters) bem definidos de acordo com suas classes, foram realizadas
projeções multidimensionais no plano dos conjuntos de vetores obtidos por cada uma destas representações,
para possibilitar a visualização destes dados. Estas projeções foram calculadas aplicando-se a técnica de
projeção t-Distributed Stochastic Neighbor Embedding (t-SNE, [10]). Os resultados visuais se revelaram
promissores para ambas as representações, como é posśıvel observar na Figura 2: a maioria dos documentos
ficou bem agrupada em um ou mais clusters, de acordo com sua classe.

Acurácia e tempo de treinamento. Duas métricas foram usadas para avaliar as abordagens. Para
comparar a robustez, foram realizados experimentos de validação cruzada de forma estratificada, onde
70% das amostras de cada classe foram aleatoriamente selecionadas para treino, e os 30% restantes para
teste. As representações vetoriais foram treinadas a partir dos 70% dos dados de treino, e em seguida as
representações do conjunto de teste foram calculadas pelo modelo obtido. As redes neurais foram treinadas
com o otimizador Adam [5] da biblioteca Keras 7 usando somente uma CPU. Repetimos esse procedimento
100 vezes e calculamos a acurácia média para avaliar a robustez das abordagens, conforme exibido na
Tabela 2, onde é posśıvel também observar o tempo de treinamento.

7https://keras.io

Figura 2: Visualização dos documentos: projeção usando t-SNE sobre as representações vetoriais TD-IDF

(esquerda) e Doc2Vec (direita).
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Tabela 2: Comparação entre as abordagens avaliadas.

Abordagem Tempo de treinamento (s) Acurácia Caixa-branca

TFIDF-SVM 0,17814 99,35% sim
Doc2Vec-SVM 10,58 99,02% não

TFIDF-NB 0,11828 98,04% não
Emb-CNN-BiLSTM 40,1 97,71% não

Emb-BiLSTM 3,423 84,64% não

Discussão. Considerando que a maioria das abordagens atingiu alta acurácia, adotamos como critério de
desempate o tempo de treinamento e a geração de modelos caixa-branca, ou seja, modelos que permitam
uma análise das regras geradas automaticamente pelos mesmos. Apesar da arquitetura de rede neural
Emb-CNN-BiLSTM atingir resultados promissores, seu tempo de treinamento é ordens de magnitude
maior do que abordagens vetoriais. Consequentemente, a abordagem preferencial foi a TFIDF-SVM, que
é capaz de gerar modelos caixa-branca. Isto significa que, usando classificadores SVM linear, é posśıvel
analisar as palavras mais relevantes para que um determinado documento seja atribúıdo a uma determinada
classe. Substituindo K na Equação (1) pelo produto escalar, é fácil mostrar que a importância da k-ésima
caracteŕıstica (ou palavra do dicionário), é dada por

∑
xi∈SV yiαixik , onde xik é a k-ésima componente do

vetor de suporte xi. Dessa forma, podemos ordenar as palavras do dicionário por importância para cada
classe, e plotar gráficos com as palavras mais importantes, como ilustra as Figuras 3b e 3c. No primeiro
caso, o classificador considerou como mais relevantes para a classe de petições de redirecionamento de sócio,
as palavras (stemizadas) redirecion, empres e soci, enquanto que para a classe de petições para penhora de
bens, a palavra penhor teve grande importância. Estes exemplos claramente validam o modelo e mostram
a vantagem dos modelos caixa-branca. Vale a pena mencionar também números como 135 e 840 que
surgem como palavras relevantes em ambos os casos. Ao analisar alguns documentos, é fácil concluir que
tratam-se de números de leis que sempre são mencionadas e que fundamentam as petições. Finalmente, a
Figura 3a exibe a matriz de confusão para esta abordagem, que revela apenas problemas localizados, como
alguns exemplos das classes c08 e c10 sendo incorretamente classificados como pertencentes à classe c02.

4 Conclusão e trabalhos futuros

Realizamos um estudo comparativo de diversas metodologias usadas para classificação de documentos,
com foco no problema de classificar documentos juŕıdicos escritos em ĺıngua portuguesa. Analisamos
o desempenho de cinco metodologias para realizar a tarefa de reconhecer 11 tipos distintos de petições
intermediárias de uma vara de execução fiscal do TJ-AL. A abordagem que consideramos mais adequada
foi a TFIDF-SVM, baseada em representação vetorial TF-IDF com classificador SVM linear, devido a

(a) Matriz de confusão. (b) Palavras mais importantes de c08. (c) Palavras mais importantes de c07.

Figura 3: Análise da abordagem TFIDF-SVM.
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sua alta acurácia combinada com baixo tempo de treinamento e geração de modelos caixa-branca. Como
trabalho futuro, pretendemos continuar a análise comparativa utilizando outras ferramentas de OCR como
o Textract 8 e aplicar os classificadores a outros problemas do setor juŕıdico.
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