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Resumo. Um sistema de aeração eficaz é um fator determinante para um armazenamento de grãos
seguro e duradouro. Neste trabalho, buscou-se realizar a predição da temperatura ambiente de modo
melhorar a eficiência de sistemas de aeração. Com base em dados reais de temperatura, foi utilizado
um modelo de rede feedforward multicamadas e um modelo de rede recorrente LSTM para predizer
a temperatura ambiente, considerando predições sucessivas para até duas horas. Considerando as
arquiteturas de redes testadas, o modelo feedforward multicamadas obteve melhor desempenho,
apresentando um erro médio de 0,94 ◦C, sendo o que melhor se adequa para compor um sistema
preditivo que auxilie na tomada de decisão quanto ao uso da aeração em grãos armazenados.

Palavras-chave. Sistema de Aeração, Previsão de temperatura, Redes Neurais Artificiais, Sistema
Preditivo.

1 Introdução

A aeração é a principal técnica empregada para conservar os grãos armazenados [2]. Consiste
em promover a passagem do ar por meio de ventiladores através da massa granular, que após os
processos de limpeza e secagem, são mantidos em armazéns até sua comercialização. Um sistema
de aeração ineficiente pode causar problemas como migração de umidade, superaquecimento devido
à atividade biológica dos grãos e proliferação de fungos e insetos [4].

O processo de aeração pode ser afetado por fatores internos ao silo, como profundidade, porosi-
dade e umidade dos grãos, e externos, como variações de temperatura ambiente e umidade relativa
do ar [7]. Segundo [5], a condição de temperatura no interior do silo de grãos com aeração depende,
dentre outros fatores, da temperatura ambiente. A exposição à radiação solar na superfície externa
do silo, associada à não uniformidade de distribuição do ar de ventilação, promove a presença de
impurezas na massa de grãos.

A previsão e controle de temperatura e umidade de grãos armazenados tem sido objeto de
estudo em muitas pesquisas. Em [3] é visto como a inteligência artifical capacita modelos de
previsão eficientes a extrair características não lineares de dados de temperatura dos grãos. Nos
trabalhos de [12], [13] e [9] a previsão de temperatura e umidade dos grãos foram estudadas na
perspectiva de aprendizado de máquina, e em [10], [6], [11] e [14] esse tópico é abordado numa
perspectiva de aprendizado profundo. Em [10], é proposto um modelo baseado em redes neurais
recorrentes (RNN), capaz de prever com precisão a temperatura dos grãos. As características
extraídas são alimentadas em Redes de Memória de Longo Prazo (LSTM), para realizar as previsões
de temperatura dos grãos no futuro.
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Sistemas de aeração usam ventiladores de alta potência que precisam ficar ligados por várias
horas. Ligar e desligar os ventiladores em intervalos curtos torna o processo ineficiente devido à
energia necessária para a partida dos motores e para vencer a inércia inicial do fluxo de ar em meio
poroso. Sistemas de controle de aeração geralmente usam o método de extrapolação constante, ou
seja, tomam a decisão de ligar os ventiladores com base no valor de temperatura ambiente atual,
considerando que ela permanece constante por alguns minutos. Caso a temperatura ambiente
fique desfavorável em poucos minutos, esses sistemas podem tomar a decisão de desligar em pouco
tempo, realizando aeração ineficiente, ou tomar a decisão de manter a aeração ligada por um
período mínimo, mesmo em condições menos favoráveis.

Predizer a evolução da temperatura ambiente tem o potencial de melhorar o desempenho de
sistemas de controle de aeração, podendo evitar situações em que o sistema de aeração seria ligado
por um curto período devido à mudança da temperatura ambiente. Um sistema preditivo da
temperatura do ar também pode possibilitar estimativas mais precisas da condição dos grãos após
um determinado período de aeração. Considerando isso, esse trabalho analisa dois modelos de
predição de temperatura ambiente baseados em aprendizado de máquina. Um dos modelos utiliza
uma rede neural recorrente do tipo LSTM, e outro utiliza uma rede neural tipo feedforward (FNN).
Para verificar o desempenho dos modelos propostos, eles são comparados à extrapolação constante.

2 Material e métodos

2.1 Conjunto de Dados

Os dados foram disponibilizados pelo Laboratório de Climatologia e Biogeografia da Univer-
sidade de São Paulo (USP), advindos da Estação Meteorológica Experimental. O conjunto cor-
responde a dados meteorológicos coletados durante o ano de 2018, com frequência de medição a
cada 5 minutos. Neste trabalho, dois fatores são utilizados para fazer a previsão da temperatura,
os horários de medição e a temperatura média nesses horários. Os dados foram normalizados para
acelerar a fase de aprendizado. Foram utilizados dados dos três primeiros meses do ano de 2018,
divididos em 67% para treinamento e 33% para teste.

Em aprendizado de máquina, é importante uma ampla base de dados para o treinamento. Esse
artigo mostra resultados iniciais a partir dos três meses de dados utilizados, mas em trabalhos
futuros, a base será expandida para considerar mais anos.

2.2 Modelos de Machine Learning

O trabalho utiliza dois tipos de redes neurais para predizer a temperatura ambiente dos próxi-
mos 5 minutos com base nos dados disponíveis. Por meio de predições sucessivas, as redes foram
utilizadas para predizer a temperatura ambiente das próximas 2 horas. RNNs são uma família
de redes neurais usadas principalmente para lidar com dados sequenciais [8]. Com essas redes é
possível traçar um caminho de uma unidade até ela mesma, de modo que seu estado interno man-
tenha um "vetor de estado"que guarda de forma implícita um histórico de informações de todos os
elementos passados da sequência [8]. Entretanto, as RNNs geralmente apresentam dificuldade de
otimização conhecida como Fuga do Gradiente [1] que é amenizada por uma arquitetura recorrente
mais robusta chamada LSTM (Memoria de Longo e Curto Prazo). FNNs são redes que apresentam
uma ou mais camadas ocultas em sua estrutura e recebe esse nome pois corresponde a uma parte
do sistema neural que não é visualizado na entrada ou na saída da rede neural.

Os modelos foram implementados usando a biblioteca Tensorflow em Linguagem Python e suas
configurações estão apresentadas na figura abaixo.
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Figura 1: Esquema da RNA LSTM (à esquerda) e da RNA FF (à direita). Fonte: Autoria própria.

A RNN possui como entrada as 12 últimas temperaturas, considerando o intervalo de 5 minutos,
representando a última hora, e a saída é a temperatura estimada para 5 minutos no futuro. A
FNN possui 13 entradas, as 12 últimas temperaturas e também o horário da última temperatura
registrada, a saída é também a temperatura estimada para 5 minutos no futuro.

Para validar os modelos propostos foram realizadas 24 previsões sucessivas a partir de um ponto
inicial escolhido aleatoriamente dentro dos dados de aprendizado e teste, resultando assim em 2
horas de predição. Esse processo foi repetido 100 vezes nos dados de treinamento e 100 vezes nos
dados de teste, sendo calculada a média do erro absoluto ao longo das 2 horas de predição.

3 Resultados e Discussão

Após 30 épocas, o processo de treinamento estabilizou em uma perda MSE de 1,536e-05 para
a RNN, e em uma perda MSE de 1,941e-05 para a FNN. A métrica de MSE considera apenas a
predição da próxima temperatura, que acontece durante a execução do algoritmos de treinamento.
O erro médio absoluto em °C é apresentado nas Figuras 2, 3, 4 e 5, e considera a predição em
sequência para até 120 minutos, que é como acontece a aplicação prática dos modelos. Portanto,
o erro médio absoluto representa melhor o desempenho dos modelos.

Nas Figuras 2 e 3, é apresentada a média da evolução do erro médio absoluto das previsões
ao longo tempo para os conjuntos de treinamento e teste respectivamente, considerando os dois
modelos de predição comparados à extrapolação constante. Como esperado, quanto mais o tempo
passa, mais distante dos dados reais fica a predição.

Para os dados de treinamento (Figura 2), ambos modelos de predição apresentam um resultado
melhor do que extrapolação constante. Um aspecto importante a se considerar é que a RNN
apresenta resultados mais instáveis, enquanto que a FNN apresenta um comportamento mais linear
da evolução do erro médio. Para os dados de teste (Figura 3), a FNN mantém o mesmo bom
desempenho, enquanto que a RNN apresenta resultados ainda mais instáveis e com desempenho
pior que a extrapolação constante. Uma possível provável razão para essa diferença é o fato da
FNN possuir uma informação a mais de entrada, que é o horário do dia. No entanto, é importante
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a realização de mais testes, para identificar de forma mais segura, quais os fatores responsáveis por
essa diferença nos resultados.

Figura 2: Erro médio de predição ao longo de 120 min, considerando como pontos iniciais 100 pontos
aleatórios dos dados de treinamento. Fonte: Autoria própria.

Figura 3: Erro médio de predição ao longo de 120 min, considerando como pontos iniciais 100 pontos
aleatórios dos dados de teste. Fonte: Autoria própria.
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Figura 4: Erro médio geral de predição ao longo de 120 min, considerando como pontos iniciais 100 pontos
aleatórios dos dados de treinamento. Fonte: Autoria própria.

Figura 5: Erro médio geral de predição ao longo120 min, considerando como pontos iniciais 100 pontos
aleatórios dos dados de teste. Fonte: Autoria própria.

A média geral do erro ao longo das duas horas é apresentada nas Figuras 4 e 5 para treinamento
e teste respectivamente. Aqui fica claro que a FNN apresentou melhores resultados, enquanto
que RNN apresentou resultados melhores que a extrapolação constante apenas para os dados de
treinamento. Para os dados de treinamento, a extrapolação constante apresentou o erro de 1,24
◦C, a RNN apresentou o erro de 1,07 ◦C e a FNN o erro de 0,94 ◦C. para os dados de teste, o erro
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foi de 1,24 ◦C para a extrapolação constante, de 1,41 ◦C para RNN e de 0,94 ◦C para FNN.

Figura 6: Comparação entre dados experimentais e previsão de 120 min atrás para cada um dos métodos.
Fonte: Autoria própria.

A Figura 6 mostra uma comparação entre os dados experimentais e a previsão de 120 minutos
para cada um dos métodos durante uma semana, onde é possível notar que os resultados da FNN
se ajustam melhor aos dados experimentais.

4 Considerações Finais
Neste estudo apresentou-se o uso de dois modelos de rede neural para predizer a temperatura

ambiente comparados à extrapolação constante. Os resultados demonstram que o aprendizado de
máquina pode ser utilizado para diminuir e erro da predição de temperatura ambiente, o que pode
contribuir desenvolvimento de sistemas de controle mais precisos. A rede neural do tipo FNN
apresentou os melhores resultados, tanto para os dados de treinamento quanto de teste. Isso se
deve possivelmente à inclusão do horário de predição na entrada da rede, enquanto que redes do
tipo RNN trabalham apenas com séries de dados.

Os resultados mostram um resultado melhor para o rede do tipo FNN. No entanto, como o
artigo usa uma base de dados limitada, para demostrar de forma segura qual modelo é o mais
adequado, é necessário ampliar a base de dados. Em trabalhos futuros, pretende-se ampliar o
conjunto de dados, explorando mais anos de dados meteorológicos, além de explorar de forma mais
ampla diferentes configurações de redes tipo RNN, FNN, além de outras arquiteturas, para que
seja possível determinar de forma mais segura o melhor tipo de rede para esse problema.
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